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Аннотация
Обоснование. В статье разрабатывается комплексный подход к 

прогнозированию транспортной загруженности с использованием 
синтетических данных, имитирующих динамику городского трафи-
ка. Гибридная методология позволяет объединить анализ временных 
рядов и глубокое обучение, что актуально для моделирования нели-
нейных зависимостей и закономерностей в транспортных данных.

Цель. Целью работы является разработка и тестирование прогно-
стической модели, способной точно предсказывать уровни транспорт-
ной загруженности с учётом сезонных и погодных факторов.

Материалы и методы. Для выявления паттернов в данных 
применено аддитивное разложение временного ряда, спектраль-
ный анализ на основе быстрого преобразования Фурье и оценка 
автокорреляционных зависимостей. Прогностическая модель ре-
ализована в виде двухэтапного подхода: классический алгоритм 
ARIMA используется для базового прогнозирования, а архитекту-
ра LSTM с двумя рекуррентными слоями и регуляризацией – для 
обучения на последовательностях длиной 24 часа. Дополнительно 
для сопоставления и подтверждения результатов применён ансам-
блевый метод Random Forest, настроенный с гиперпараметрами: 
200 деревьев, максимальная глубина – 12, минимальное количе-
ство объектов в листе – 2.
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Результаты. Результаты демонстрируют превосходство LSTM-мо-
дели над ARIMA и Random Forest по точности предсказаний, что 
подтверждается визуальным сопоставлением прогнозов с тестовыми 
данными и метрикой среднеквадратичной ошибки. Выявлены ключе-
вые факторы, влияющие на загруженность: суточные циклы интен-
сивности трафика, рост нагрузки при осадках (до 30% при снеге и 
20% при дожде), а также температурно-зависимая модуляция транс-
портного потока.

Ключевые слова: транспортная загруженность; транспортное 
средство; нейронная сеть; машинное обучение; прогнозирование
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Abstract
Background. This study develops a comprehensive approach to traffic 

congestion forecasting using synthetic data that simulates the dynamics of 
urban traffic. A hybrid methodology is proposed that combines time series 
analysis and deep learning, which is highly relevant for modeling nonlin-
ear dependencies and patterns in traffic data.

Purpose. The purpose of this study is to develop and test a predictive 
model capable of accurately forecasting traffic congestion levels while ac-
counting for seasonal and weather-related factors.

Materials and methods. To identify patterns in the data, additive time 
series decomposition, spectral analysis based on the fast Fourier transform, 
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and autocorrelation analysis were applied. The predictive model was im-
plemented using a two-stage approach: the classical ARIMA algorithm 
was used for baseline forecasting, while an LSTM architecture with two 
recurrent layers and regularization was trained on 24-hour sequences. Ad-
ditionally, to compare and validate the results, the ensemble method Ran-
dom Forest was used, configured with the following hyperparameters: 200 
trees, maximum depth of 12, minimum samples per leaf of 2.

Results. The results demonstrate the superiority of the LSTM model 
over ARIMA and Random Forest in terms of predictive accuracy, as con-
firmed by visual comparison of forecasts with test data and by the mean 
squared error metric. Key factors influencing congestion were identified, 
including daily traffic intensity cycles, increased load during precipitation 
events (up to 30% during snow and 20% during rain), as well as tempera-
ture-dependent modulation of traffic flow.

Keywords: traffic congestion; vehicle; neural network; machine learn-
ing; forecasting
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Введение
Многие населенные пункты сталкиваются с растущими вы-

зовами в организации транспортных потоков, где традицион-
ные подходы к управлению инфраструктурой и логистикой [4-6] 
становятся недостаточно эффективными. В этом контексте ин-
теллектуальные транспортные системы (ИТС), объединяющие 
IoT-сенсоры, облачные вычисления и алгоритмы анализа данных, 
формируют новый парадигмальный подход к оптимизации до-
рожных сетей. Ключевым элементом таких систем выступает про-
гнозирование транспортной загруженности [7; 8], позволяющее 
реагировать на текущие изменения трафика и осуществлять пре-
диктивное управление маршрутизацией.
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Актуальность задачи обусловлена нелинейной зависимостью 
интенсивности движения от множества факторов: от цикличе-
ских колебаний (суточных, недельных, сезонных) до различных 
переменных, таких как погодные аномалии. Современные иссле-
дования подтверждают, что даже кратковременные метеоусловия 
могут приводить к статистически значимым изменениям трафика: 
так, среднесуточное увеличение интенсивности на 20–30% наблю-
дается при неблагоприятной погоде в утренние часы пик. Более 
того, в условиях мегаполисов эффект резонанса между осадками 
и транспортной плотностью приводит к существенному росту за-
держек и снижению средней скорости потока.

Особенности исследования и данные
Исследование подобных задач требует разработки гибридных 

моделей, способных интегрировать гетерогенные данные в еди-
ный прогнозный контур. В частности, важной задачей становит-
ся моделирование взаимодействия между метеофакторами, соци-
альными событиями (праздничные дни, массовые мероприятия) и 
типичными шаблонами трафика. Результаты эмпирических работ 
показывают, что игнорирование хотя бы одного из этих факторов 
приводит к смещению прогноза на интервале 5–15%, что в прак-
тическом плане может выражаться в необоснованной перегрузке 
отдельных магистралей.

В рамках настоящего исследования фокус смещен на иссле-
дование методов машинного обучения [9; 10] и анализа времен-
ных рядов для создания адаптивного инструмента прогнозирова-
ния транспортного движения. Особенностью подхода является 
использование синтетически сгенерированных данных, имитиру-
ющих реальные условия населенного пункта с контролируемыми 
параметрами:

• сезонные колебания базовой нагрузки,
• нелинейное влияние осадков (дождь/снег),
• температурно-зависимая модификация трафика.
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Такой подход позволяет валидировать модели в условиях огра-
ниченности реальных данных и проводить стресс-тестирование для 
экстремальных сценариев. В ходе численных экспериментов была 
оценена устойчивость модели к варьированию погодных параме-
тров и цикличности: выявлено, что исключение суточных паттернов 
из обучающего множества снижает точность прогноза на 25–27%, 
в то время как исключение погодных данных – на 10–15%, что де-
монстрирует относительный вклад каждого из факторов.

Методы прогнозирования транспортной загруженности
Основной научный вклад работы заключается в комбинации ме-

тодов частотного анализа (FFT) для детекции скрытых периодич-
ностей с архитектурами LSTM, ориентированными на долгосроч-
ные зависимости, – синтез, редко встречающийся в современных 
исследованиях транспортных систем. Практическая реализация 
разработанной модели может включать её интеграцию в город-
ские центры управления движением для автоматической адапта-
ции сигналов светофоров и прогнозирования загрузки ключевых 
магистралей. Такой подход позволит повысить пропускную спо-
собность транспортной сети и снизить задержки на дорогах за счёт 
адаптивного управления трафиком в режиме реального времени. 

Для вычислений созданы синтетические данные, имитирующие 
поведение транспортного потока. В модели учитывается влияние 
температуры и погодных условий на интенсивность движения. Фор-
мально индекс загруженности определяется по следующей формуле:

  (1)

где:
• T(t) – интенсивность трафика 

,                      (2)

• θ(t) – параметр, который отражает влияние температуры, 
• β – случайный шум,
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•  – индикаторы наличия снега и дождя.
Случайный шум добавляется для имитации реальных данных.
Для выявления трендов и сезонных колебаний применяется ад-

дитивное разложение временного ряда по формуле:
,                            (3)

где:
• T(t) – трендовая составляющая,
• S(t) – сезонная компонента,
• R(t) – случайная (шумовая) компонента.
Этот метод позволяет визуально оценить характер суточных и 

годовых циклов в данных.
Чтобы выявить частотные компоненты, применяется быстрое 

преобразование Фурье (FFT). Функция Фурье описывается следу-
ющим выражением:

,                              (4)

Анализ спектра позволяет обнаружить доминирующие циклы, 
что важно для прогноза сезонных изменений в трафике. 

Модель LSTM
Для прогнозирования временных рядов используется рекур-

рентная нейронная сеть [11, 12] LSTM. Перед подачей данных в 
модель происходит нормализация по следующей формуле:

.                                  (5)

Затем данные преобразуются в последовательности длиной 24 
часа, что соответствует одному дню. Базовая архитектура модели 
[13; 14] включает два слоя LSTM, между которыми применяется 
слой Dropout для предотвращения переобучения, и финальный 
полносвязный слой с линейной активацией:

,                         (6)

,                                    (7)
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где ht – скрытое состояние, а W и b – веса и смещения соответ-
ственно. 

Для обучения модели использован алгоритм оптимизации 
Adam с настройкой весов на минимизацию среднеквадратичной 
ошибки (MSE):

,                              (8)

Adam адаптивно корректирует скорость обучения, что важно 
для сходимости модели при работе с нестационарными времен-
ными рядами, а MSE обеспечивает чёткую оценку отклонений 
прогноза от реальных значений. Дополнительно использование 
Adam ускоряет процесс обучения [15; 16] за счёт автоматической 
настройки шага градиентного спуска. 

Применим описанную модель для прогнозирования интенсив-
ности трафика и сравним полученные результаты с графиком фак-
тических данных.

Рис. 1. Графики интенсивности трафика: линии фактических                                             
данных и прогнозов модели LSTM

Величина среднеквадратической ошибки (MSE) для модели 
LSTM = 2.19.
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Модель ARIMA
Для комплексного анализа временных зависимостей в данных 

транспортного трафика применена модель ARIMA (Autoregressive 
Integrated Moving Average). Её ключевое преимущество заключается 
в способности описывать стационарные и нестационарные ряды че-
рез комбинацию авторегрессии (AR), интегрирования (I) и скользяще-
го среднего (MA). Такой подход позволяет учесть как краткосрочные 
автокорреляции (через AR), так и долгосрочные тренды и сезонность 
(через I и MA), обеспечивая гибкость при работе с данными, в которых 
присутствуют циклические и сезонные колебания транспортного пото-
ка. Кроме того, ARIMA модель обладает хорошо разработанным мате-
матическим аппаратом для оценки остатков, автокорреляций и ошибок 
прогноза, что позволяет не только строить прогнозы, но и проверять их 
адекватность с использованием статистических тестов (например, те-
ста Льюнг-Бокса или анализа автокорреляционной функции остатков). 

Для оценки зависимости текущих значений трафика от преды-
дущих использована автокорреляционная (ACF) функция:

,                      (9)

Эта функция помогает определить порядок модели ARIMA.

Рис. 2. Графики интенсивности трафика: линии фактических                                         
данных и прогнозов модели ARIMA
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Применим описанную модель для прогнозирования интенсив-
ности трафика и сравним полученные результаты с графиком фак-
тических данных.

Величина среднеквадратической ошибки (MSE) для модели 
ARIMA = 3.08.

Модель Random Forest
Метод Random Forest представляет собой ансамблевый алго-

ритм машинного обучения [17], основанный на объединении боль-
шого количества решающих деревьев (Decision Trees). В контексте 
прогнозирования транспортной загруженности он используется 
для предсказания значения трафика (например, интенсивности 
или индекса загруженности) на основе исторических данных. 
Random Forest использует бэггинг (bagging, bootstrap aggregating), 
то есть создаёт множество деревьев решений на разных подвыбор-
ках обучающей выборки и усредняет их прогнозы, чтобы умень-
шить переобучение и повысить точность модели.

Применим описанную модель для прогнозирования интенсив-
ности трафика и сравним полученные результаты с графиком фак-
тических данных.

Рис. 3. Графики интенсивности трафика: линии фактических                                                        
данных и прогнозов модели Random Forest
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Величина среднеквадратической ошибки (MSE) для модели 
Random Forest равна 5.29.

Результаты
В данной задаче прогнозирования транспортной загруженности 

применялись три модели: Random Forest, ARIMA и LSTM.
ARIMA эффективно справилась с описанием сезонности и трен-

дов в данных. Она показала хорошую точность (MSE = 3.08) и по-
зволила учесть как краткосрочные автокорреляции, так и долгосроч-
ные изменения транспортного потока. Применение статистических 
тестов (например, теста Льюнг-Бокса) подтвердило адекватность 
модели и её способность предсказывать временные зависимости.

LSTM, благодаря своей архитектуре, способной улавливать дол-
госрочные зависимости, показала наилучшие результаты среди всех 
моделей (MSE = 2.19). Использование нормализации данных и ар-
хитектуры с двумя слоями LSTM, а также алгоритма оптимизации 
Adam, позволило минимизировать ошибку прогноза и более точно 
учитывать циклические изменения интенсивности движения.

Random Forest показал, что настройка гиперпараметров (n_
estimators, max_depth, min_samples_leaf, max_features) существен-
но влияет на стабильность и точность прогноза. Для повышения 
устойчивости при наличии шума в данных и учёте циклических 
колебаний трафика использовались параметры: n_estimators = 200, 
max_depth = 12, min_samples_leaf = 2 и max_features = sqrt(N). Не-
смотря на то что Random Forest продемонстрировал менее высо-
кую точность (MAE = 4.20, MSE = 5.29) по сравнению с други-
ми методами, он обеспечил полезную базовую линию для оценки 
прогноза.

Таким образом, наилучшие результаты были достигнуты с по-
мощью LSTM, а ARIMA показала достойную точность в учёте се-
зонности и трендов. Random Forest, несмотря на ограниченность в 
учёте порядка временных наблюдений, дал ценную базовую оцен-
ку и помог валидации других моделей.
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Заключение
Разработана гибридная модель прогнозирования транспортной 

загруженности, сочетающая методы анализа временных рядов 
(ARIMA) и глубокого обучения (LSTM). Результаты эксперимен-
тов подтверждают эффективность предложенного подхода: модель 
LSTM демонстрирует наилучшую точность прогнозирования с 
MSE = 2.19, что свидетельствует о её способности учитывать не-
линейные зависимости в данных. ARIMA показала себя достойно, 
хотя её точность (MSE = 3.08) несколько уступает. Модель Random 
Forest имела наибольшую погрешность (MSE = 5.29), что указы-
вает на ограниченную способность Random Forest адекватно мо-
делировать сложные временные зависимости в данных о транс-
портной загруженности.

Визуальный анализ предсказаний выявил хорошее соответ-
ствие прогнозных значений тестовым данным, особенно для су-
точных циклов интенсивности трафика. Проведённые вычисления 
подтверждают практическую применимость модели для кратко-
срочного прогнозирования.

Перспективы работы связаны с интеграцией дополнительных 
параметров (например, данных о событиях на дорогах), исполь-
зованием ансамблевых методов и тестированием на реальных 
данных городской инфраструктуры. Использование подобных 
моделей в системах управления движением также способствует 
снижению выбросов CO2 за счёт уменьшения времени простоя ав-
томобилей в пробках. Это не только улучшает экологическую об-
становку в городах, но и способствует улучшению качества жизни 
населения благодаря сокращению времени в пути и повышению 
предсказуемости поездок. 
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