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Аннотация. В связи с реализацией концепции электрических самолетов отмечена необхо-

димость обеспечения высокой надежности электромеханических приводов, являющихся 

важными компонентами авиационных систем. Рассмотрен структурный состав электроме-

ханического привода и виды его неисправностей. Приведен обзор методов диагностики 

неисправностей электромеханического привода, основанных либо на моделировании элек-

тромеханического привода, либо на анализе сигналов, поступающих в процессе функцио-

нирования электромеханического привода, а также гибридных методов, сочетающих в себе 

оба этих подхода. Исследованы преимущества, недостатки и трудности в применении раз-

личных подходов. Особое внимание уделено методам диагностики электромеханических 

приводов на основе глубокого обучения, которые позволяют в автоматическом режиме 

обрабатывать сигналы и реализовать комплексную диагностику неисправностей. Пред-

ставлена концепция технического обслуживания авиационной техники, в частности элек-

тромеханических приводов, на основе оценки технического состояния и прогнозирования 

оставшегося срока полезного использования с целью предупреждения неисправностей до 

их появления. Для решения проблемы технического обслуживания летательных аппаратов 

на основе прогнозирования выделен ряд гибридных подходов. Приведен обзор отечествен-

ных разработок в области авиационной диагностики с применением машинного обучения. 
 

Ключевые слова: летательный аппарат, электромеханический привод, метод диагностики неисправ-

ностей, оценка технического состояния. 
 

 

 

Концепция электрических самолетов, среди 

прочих улучшений, требует постепенной замены 

гидравлических приводов электромеханическими 

приводами летательных аппаратов (ЭПЛА), кото-

рые смогут обеспечить значительные преимуще-

ства по сравнению с гидравлическими приводами 

при управлении полетом [1, 2]. Считается, что та-

кая замена приведет к значительному снижению 

веса, значительной экономии стоимости жизнен-

ного  цикла,   меньшему  воздействию  на  окружаю- 
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щую среду и повышению надежности летательно-

го аппарата (ЛА). Использование ЭПЛА становит-

ся все более распространенным, но их широкое 

применение замедляется из-за ограниченного опы-

та с точки зрения безопасности и надежности и в 

настоящее время в основном ограничивается си-

стемами, некритичными для безопасности. Важно 

оценить последствия замены гидравлической под-

системы ее электрической альтернативой с точки 

зрения использования, реализации, мониторинга, а 

также надежности и безопасности оборудования. 

Возникают проблемы, которые менее важны для 

гидравлических приводов, такие как электромаг-

нитная совместимость, механическое заклинива-

ние и проблемы с перегревом из-за высоких токов 

[3]. Для поддержки использования ЭПЛА необхо-
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димы надежные прогностические инструменты, 

обеспечивающие точную оценку их фактического 

состояния и оставшегося срока полезного исполь-

зования. Общий обзор ЭПЛА, а также связанных с 

ними возможностей и проблем приводится в рабо-

тах [4, 5]. 

Приводы являются важными с точки зрения 

безопасности компонентами авиационных систем, 

и необнаруженная неисправность привода может 

привести к серьезным последствиям, поэтому для 

повышения производительности ЭПЛА, надежно-

сти, безопасности и снижения затрат необходимо 

применение технологии технического обслужива-

ния по состоянию.  

Фундаментальным инструментом раннего вы-

явления неисправностей ЭПЛА становятся инно-

вационные методологии прогнозирования и диа-

гностики, в основе которых лежит численное мо-

делирование. Системы прогнозирования и управ-

ления работоспособностью (англ. Prognostics and 

Health Management, PHM) – это относительно но-

вая область исследований для диагностики теку-

щего технического состояния и прогнозирования 

времени отказа и оставшегося срока полезного ис-

пользования системы или компонента на основе 

поступающих от них сигналов [6]. Такие системы 

позволяют запланировать техническое обслужива-

ние для обеспечения безотказного функциониро-

вания системы на основе набора численных моде-

лей, которые должны быть правильно настроены 

для воспроизведения поведения ЭПЛА с точки 

зрения статической и динамической реакции 

(например, токов, напряжений, скорости, положе-

ния и т. д.) [7, 8]. С этой целью должно быть обес-
печено моделирование работы ЭПЛА в нормаль-

ных условиях, а также при наличии зарождающих-

ся неисправностей. Результаты, тенденции, значе-

ния и прогнозы модели в целом должны быть тща-

тельно проверены на основе подробных и обшир-

ных наборов экспериментальных данных. Широко 

распространенным методом, применяемым в тех 

инженерных приложениях, которые включают 

разработку новых моделей для мониторинга и 

управления, является экспериментальная проверка 

моделей на испытательных стендах [9]. 

При диагностике неисправностей ЭПЛА при-

меняются методы обработки сигналов и статисти-

ческие инструменты с различными типами датчи-

ков, быстрое преобразование Фурье, частотный 

анализ вибраций, частотно-временной анализ [10–

13]. Однако применение этих методов может за-

нять много времени, быть трудоемким и ненадеж-

ным. В последние годы развивается новый подход 

к автоматизации диагностики и прогнозированию 

неисправностей на основе методов глубокого обу-

чения для классификации различных состояний 

ЭПЛА с использованием различных видов 

нейронных сетей, таких как автоэнкодер с шумо-

подавлением, сеть глубокого доверия, сверточные 

нейронные сети. В отличие от традиционных ме-

тодов, с помощью методов глубокого обучения 

можно извлекать эффективные признаки неис-

правностей прямо из сигналов мониторинга и од-

новременно выполнять классификацию неисправ-

ностей [14, 15]. 

Целью работы является исследование и анализ 

современных подходов к диагностике и прогнози-

рованию технического состояния электромехани-

ческого привода летательного аппарата, их пер-

спективности и трудностей, препятствующих в 

настоящее время их практическому применению.  

 

Большинство ЭПЛА состоит из серводвигателя, 

электрической цепи силового привода, механиче-

ских компонентов, блока управления приводом и 

некоторых типов датчиков [16, 17]. Электрический 

силовой привод получает сигнал от блока управ-

ления приводом и выдает соответствующий сило-

вой ток для привода серводвигателя. Серводвига-

тель преобразует электрическую энергию в меха-

ническую и приводит в действие исполнительные 

устройства, которые в зависимости от кинематики 

их движения подразделяют на механизмы посту-

пательного, поворотного и вращательного движе-

ния. При реализации управления с обратной свя-

зью в ЭПЛА обычно устанавливаются датчики об-

ратной связи, а для контроля состояния привода – 

датчики мониторинга. 

В ЭПЛА выделяются следующие виды неис-

правностей: неисправность двигателя, неисправ-

ность электрического силового привода, неис-

правность механических компонентов [18]. 

Неисправности двигателя в основном включа-

ют неисправность подшипников, неисправность 

обмотки статора и неисправность ротора. К неис-

правностям подшипников относятся износ, точеч-

ная коррозия и разрушение сепаратора. Неисправ-

ности подшипников могут привести к дисбалансу 

трения и ненормальной вибрации, что снизит эф-

фективность и производительность двигателя. Не-

исправности обмотки статора включают обрыв 

обмотки, короткое замыкание и т. д. Обрыв обмот-

ки обычно вызван большими пусковыми токами 

двигателя и приводит к резкому снижению выход-

ного момента ЭПЛА и к резкому увеличению то-
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ков обмотки. Короткое замыкание в основном вы-

зывается длительным тепловым старением и при-

водит к увеличению тока обмотки и к выделению 

двигателем большого количества тепла. Неисправ-

ности ротора двигателя включают эксцентриситет 

вала ротора и размагничивание ротора. Эксцен-

триситет вала нарушает электромагнитный баланс 

и вызывает ненормальную вибрацию во время ра-

боты. Размагничивание ротора обычно вызывается 

перегревом двигателя, что приводит к снижению 

КПД двигателя и увеличению тока статора и тем-

пературы двигателя. 

Основные неисправности в электрическом си-

ловом приводе: короткое замыкание и обрыв цепи 

электрического моста, а также электроудары кон-

денсатора источника питания. 

К распространенным механическим неисправ-

ностям относятся чрезмерный износ, выкрашива-

ние (образование вмятин на металлических по-

верхностях в точках контакта с высоким напряже-

нием), заклинивание обратного канала и плохая 

смазка. Чрезмерный износ в основном возникает 

на шарико-винтовой паре и подшипниках с непо-

движным концом. Серьезный износ шарико-

винтовой пары может привести к выходу из строя 

всей системы ЭПЛА. Выкрашивание в основном 

вызывается поверхностной усталостью и увеличи-

вает вибрацию ЭПЛА. Заклинивание обратного 

канала происходит из-за деформации возвратной 

трубы или мусора, прилипшего к возвратной тру-

бе, что может привести к ухудшению фрикционно-

го состояния ЭПЛА, выделению большого количе-

ства тепла и резкому снижению теплодинамиче-

ских характеристик. Недостаточная и загрязненная 

смазка увеличивает трение и износ ЭПЛА. 

 

2.1. Типы методов диагностики неисправностей ЭПЛА 

Методы диагностики неисправностей ЭПЛА в 

основном делятся на методы, основанные на моде-

лях, методы, управляемые данными (Data-Driven), 

в которых система рассматривается как черный 

ящик, и гибридные методы [18–20].  

Принцип основанных на моделях методов диа-

гностики неисправностей заключается в синхрон-

ном запуске моделей ЭПЛА и реальной системы 

ЭПЛА, затем оценивается разность между сигна-

лами состояния математических моделей и реаль-

ными сигналами состояния ЭПЛА, которые изме-

ряются различными датчиками и собираются си-

стемой сбора данных. Выходные невязки сигналов 

имитационных моделей и реальных систем ис-

пользуются для диагностики состояния работоспо-

собности ЭПЛА. 

Преимущества диагностики неисправностей на 

основе моделей заключаются в следующем [18]. 

• Создание точной модели существующей си-
стемы способствует пониманию физического ме-

ханизма взаимодействий в ней. Моделирование 

неисправностей позволяет генерировать сигналы 

для обучения автоматизированных алгоритмов 

распознавания неисправностей, для тестирования 

и сравнения алгоритмов, диагностических и про-

гностических процедур и функций [21]. 

• Результаты, полученные методами диагности-
ки отказов на основе модели, могут быть четко 

объяснены динамической моделью, а степень вы-

рождения системы может быть получена путем 

сравнения значений отклонения параметров моде-

ли или невязок. 

• Методы, основанные на модели, не требуют 

большого количества текущих данных, получен-

ных в реальных условиях, для обучения алгорит-

мов диагностики неисправностей. Использование 

небольшого объема обучающих данных может 

дать хорошие результаты обучения и диагностики 

[22]. 

Однако основанные на моделях методы диа-

гностики отказов для ЭПЛА имеют следующие 

недостатки. 

• Для каждой из конкретных моделей диагно-
стируемых систем необходимо разработать соот-

ветствующие математические модели, что являет-

ся сложной задачей. Точные динамические модели 

часто требуют интенсивных вычислений, и это вы-

двигает высокие требования к вычислительной 

производительности. 

• Механизм взаимодействия электромагнитной 

силы, термического напряжения и механического 

напряжения во время работы ЭПЛА сложен, и 

точную математическую модель создать трудно. В 

результате используются упрощенные модели, ко-

торые отражают характеристики физических си-

стем приближенно. В этом случае основанные на 

модели методы диагностики неисправностей могут 

определить, произошла ли неисправность в ЭПЛА, 

но не могут точно определить неисправный ком-

понент. Для более точной диагностики необходи-

мо использовать подробные динамические модели 

каждого компонента. 

Методы диагностики отказов, основанные на 

данных, не требуют создания сложных математи-

ческих моделей ЭПЛА; они извлекают признаки 

для диагностики технического состояния ЭПЛА из 

сигналов, собранных с датчиков [23]. Важную роль 

в диагностике неисправностей ЭПЛА играют ме-

тоды обработки сигналов. Качество исходных дан-
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ных и корреляция между сигналами и неисправно-

стями сильно влияют на эффективность алгорит-

мов диагностики. Условия работы ЭПЛА часто 

меняются даже во время нормальной работы, что 

делает сигналы состояния сильно нестационарны-

ми и непериодическими. Для устранения влияния 

различных условий эксплуатации применяется ме-

тод передискретизации, т. е. синхронизации сигна-

лов с выбранными ключевыми сигналами. Напри-

мер, в работе [24] в процессе извлечения призна-

ков с помощью ряда методов обработки сигналов 

выявляются частоты неисправностей в сигнальных 

данных, синхронизированные с положением дви-

гателя. При помощи методов извлечения и объ-

единения признаков выбираются те из них, кото-

рые относятся к режиму отказа, а несвязанные 

признаки исключаются. При извлечении признаков 

для диагностики неисправностей ЭПЛА широко 

используется вейвлет-преобразование [25, 26].  

Используя признаки, состояние работоспособ-

ности ЭПЛА можно определить при помощи клас-

сификатора для диагностики отказов. Если в клас-

сификатор подаются признаки, не связанные с 

ошибкой, это приведет к низкой скорости и пло-

хому эффекту обучения. При помощи метода глав-

ных компонент можно выделить признаки класси-

фикации, связанные с неисправностью, и умень-

шить размеры вектора признаков. Метод главных 

компонент позволяет характеризовать состояние 

процесса путем проецирования полученных дан-

ных в пространство меньшего размера. Этот метод 

уменьшения размерности сохраняет корреляцию 

между измерениями, оптимальным образом фик-

сируя изменчивость данных [27]. 

Однако методы диагностики ЭПЛА, основан-

ные на данных, имеют следующие трудности в 

применении. 

• Требуется большой объем данных при раз-

личных степенях и типах отказов для обучения 

алгоритмов диагностики. Эффективность диагно-

стики сильно зависит от качества данных. Однако 

в большинстве случаев самолеты не могут летать с 

неисправными ЭПЛА, поэтому данные о неис-

правностях получить сложно. Отсутствие доступ-

ных экспериментальных данных является большой 

трудностью в исследованиях. Многие алгоритмы 

прошли только теоретическую проверку или были 

проверены только на данных, полученных на ос-

нове математического моделирования.   

• При наличии серьезных шумовых помех или 
сложных систем обычно требуются усовершен-

ствованные методы обработки сигналов и алго-

ритмы извлечения признаков. В результате методы 

диагностики на основе данных часто предъявляют 

высокие требования к вычислительной мощности 

системы. 

• Методы, управляемые данными, обычно тре-

буют высокой частоты дискретизации сигналов 

состояния. Таким образом, блок управления при-

водом должен иметь мощную вычислительную и 

запоминающую способность. 

Для диагностики неисправностей ЭПЛА при-

меняются также гибридные методы диагностики 

неисправностей, которые сочетают в себе преиму-

щества как методов, основанных на данных, так и 

методов, основанных на моделях. Например, для 

генерации необходимых данных применяются ме-

тоды, основанные на модели, а затем – методы, 

основанные на данных, для обработки сгенериро-

ванных данных и реализации диагностики неис-

правностей [28]. 

 

2.2. Диагностика неисправностей ЭПЛА на основе 

глубокого обучения 

Традиционные методы машинного обучения 

широко применяются для диагностики неисправ-

ностей ЭПЛА. Подробный обзор этих методов 

приводится в работе [18]. Однако извлечение при-

знаков в этих традиционных подходах, основан-

ных на данных, осуществляется вручную. Эти 

процессы в значительной степени зависят от пред-

варительных знаний, диагностического опыта и 

сложных методов преобразования сигналов, кото-

рые являются трудоемкими и отнимают много 

времени, а эффективность диагностики во многом 

зависит от выбранных характеристик неисправно-

сти. При наличии достаточных обучающих данных 

модели глубокого обучения позволяют автомати-

чески обрабатывать исходные сигналы и реализо-

вать комплексную интеллектуальную диагностику 

неисправностей. Но поскольку ЭПЛА обычно ис-

пользуются в высоконадежном и критически важ-

ном для безопасности оборудовании, получить 

сбалансированные данные о режимах отказа за-

труднительно [29].  

В работе [30] для обнаружения и изоляции не-

исправностей ЭПЛА применяется модифициро-

ванная модель долгой краткосрочной памяти (англ. 

Long Short-Term Memory, LSTM); эффективность 

метода подтверждена открытыми данными NASA. 

Нейронная сеть долгой краткосрочной памяти 

представляет собой сеть глубокого обучения, 

предназначенную для изучения долгосрочных за-

висимостей, поскольку в ней может сохраняться 

информация в течение длительного времени. В 

работе [31] для точной диагностики неисправно-

стей ЭПЛА объединили несколько автоэнкодеров 
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с шумоподавлением. Однако эти методы хорошо 

работают только при достаточном количестве дан-

ных и сбалансированных выборках, что трудно 

реализовать в большинстве сценариев диагностики 

неисправностей, связанных с ЭПЛА. 

Для выделения признаков при несбалансиро-

ванных данных используются сверточные нейрон-

ные сети. В работе [32] предложена двумерная 

сверточная нейронная сеть и оптимизированная 

модель на основе функции активации Softmax для 

диагностики шариковых винтов ЭПЛА с использо-

ванием сигналов тока двигателя, в результате 

улучшены извлечение и классификация признаков 

при различных рабочих нагрузках и в случаях с 

несбалансированными образцами. В работе [33] 

были использованы неконтролируемые параллель-

ные данные и реализована диагностика ЭПЛА с 

помощью различных датчиков на основе сверточ-

ной нейронной сети. Однако эти методы не реша-

ют проблему диагностики в условиях малой вы-

борки. 

В работе [34] для диагностики неисправностей 

в условиях небольшого размера выборки на основе 

вибрационных сигналов предлагается использо-

вать генеративно-состязательную сеть. Состяза-

тельные автоэнкодеры используются для преобра-

зования автоэнкодеров в генеративно-

состязательные сети. В статье [35] представлена 

генеративно-состязательная сеть на основе услов-

но-вариационного автоэнкодера для решения про-

блемы несбалансированной выборки в различных 

условиях работы. В работе [29] для реализации 

надежной диагностики неисправностей для ЭПЛА 

с использованием только сигналов вибрации пред-

лагается комплексный подход, основанный на 

данных, объединяющий возможности сверточной 

нейронной сети для извлечения признаков с воз-

можностями полуконтролируемого обучения и 

генерации данных состязательного автоэнкодера 

при различных условиях работы и несбалансиро-

ванных выборках. В статье [36] предложен метод 

обнаружения неисправности шарико-винтовой пе-

редачи, основанный на глубокой сети доверия. Ис-

пользовались частотные спектры объединенного 

набора данных, собранных с нескольких датчиков. 

Наличие избыточных данных увеличивает 

нагрузку на программное и аппаратное обеспече-

ние. В работе [37] для обработки наблюдаемых 

данных и извлечения разреженных характеристик 

используется полууправляемый разреженный ав-

тоэнкодер, позволяющий повысить точность выде-

ления неисправностей при одновременном сокра-

щении наблюдаемых данных. Временны е и про-

странственные взаимосвязи исследуются многока-

нальной LSTM-сетью для построения модели вре-

менны х рядов, чтобы выполнять обнаружение не-

исправностей и их изоляцию на основе разницы 

между значениями параметров, которые измеря-

ются датчиками, и значениями этих параметров, 

которые рассчитываются автоэнкодером. Резуль-

таты проверки подтверждают, что предлагаемый 

метод позволяет эффективно диагностировать не-

исправности ЭПЛА. 

В работе [38] авторы объединили гибридную 

пространственную и временну ю синхронизиро-

ванную рекуррентную единицу на основе внима-

ния с процедурами декомпозиции сезонно-

трендовых данных и продемонстрировали хоро-

шие результаты как в диагностике неисправностей, 

так и в прогнозировании неисправностей в ЭПЛА. 

В работе [39] описывается имитационная мо-
дель ЭПЛА и анализируются типичные неисправ-

ности ЭПЛА.  

Моделирование ЭПЛА разделено на три от-

дельные части в соответствии с его составом: син-

хронный двигатель с постоянными магнитами, ре-

дуктор и шариковый винт. 

Синхронный двигатель с постоянными магни-

тами моделируется уравнениями  

,

,

,1,5

m

m

d
d a d m m q

q

q a q m m d m m f

m m
L e m m f q m

di
u R i L P Li

dt

di
u R i L P Li P

dt

d d
T T J B P i J B

dt dt










   

      

 
     


  

 

где ,  ,  , d q d qu u i i  – эквивалентное напряжение и 

эквивалентный ток соответственно (в системе 

главных компонент ротора с координатами d, q); 

aR  – эквивалентное сопротивление обмотки ка-

тушки; L – эквивалентная индуктивность; mP  – 

число пар полюсов двигателя; m  – механическая 

угловая скорость ротора; 
mf

  – эквивалентная 

магнитная цепь; eT  – выходной электромагнитный 

момент двигателя, J – эквивалентная инерция вра-

щения ротора двигателя; B – коэффициент демп-

фирования ротора; LT  –  комбинированный мо-

мент сопротивления нагрузки. 

При игнорировании трансмиссионного зазора, 

момента трения и других влияющих факторов ма-

тематическая модель редуктора имеет вид 

/ ,g m iN    

где g  – выходное угловое смещение редуктора; 

m  – угловое смещение выходного вала двигателя; 

iN  – передаточное отношение редуктора. 
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Если пренебречь зазором винта, деформацией, 

трением и другими влияющими факторами, мате-

матическая модель шарикового винта имеет вид 

,
2

g
g hx P





 

где gx  – выходное смещение шарико-винтовой 

передачи, а hP  – ход шарико-винтовой передачи. 

На основе этой модели для диагностики неис-

правности применяется метод с использованием 

нейронной сети SAE-BiLSTM; его структура пред-

ставлена на рис. 1. Обучение сетей выполняется в 

автономном режиме с известными нормальными 

данными и данными об отказах. Обученные сети 

загружаются в бортовую систему для обеспечения 

онлайн-диагностики и обнаружения неисправно-

стей.  

Метод диагностики неисправностей ЭПЛА за-

ключается в следующем. 

• Данные собираются и предварительно норма-

лизуются в диапазоне [0, 1]. 

• Выполняется обучение: сеть извлечения при-

знаков на основе разреженного автоэнкодера

(SAE) обучается выполнять адаптивное извлечение 

данных датчиков на уже собранном наборе дан-

ных, содержащем нормальные рабочие состояния 

и состояния неисправности, что обеспечивает 

снижение размерности и сжатие при сохранении 

важных признаков. После этого регрессор на осно-

ве сети BiLSTM (сеть BiLSTM состоит из нейро-

нов LSTM и модели двунаправленной рекуррент-

ной нейронной сети) обучается с использованием 

данных признаков нормального состояния, кото-

рые применяются для построения модели времен-

ных рядов и поиска разностей между расчетными 

и измеренными значениями нормальных и оши-

бочных данных. На основе полученных разностей 

и соответствующих типов ошибок классификатор 

на основе Softmax обучается для классификации 

ошибок. 

• Для диагностики неисправностей применяют-

ся три сети, полученные в процессе обучения. Об-

работанные данные мониторинга сначала переда-

ются через сеть SAE для уменьшения масштаба 

данных и извлечения признаков, затем при помо-

щи  сети  BiLSTM  вычисляются  разности  между  

 
 

 

 
Рис. 1. Схема диагностики неисправностей ЭПЛА на основе глубокого обучения 



 

 
 

 

 
 

   ●

одношаговой опережающей оценкой и измерен-

ными данными, и если разности превышают поро-

говое значение, сообщается об ошибке, а данные о 

произошедшей ошибке передаются в сеть Softmax 

для классификации ошибки. 

 

2.3. Диагностика неисправностей ЭПЛА на основе 

многомасштабной сверточной нейронной сети 

В работе [14] для диагностики неисправностей 

ЭПЛА предлагается метод многомасштабной свер-

точной нейронной сети слияния признаков, кото-

рый состоит из четырех последовательных этапов: 

многомасштабное преобразование, изучение при-

знаков, объединение признаков и классификация 

неисправностей. Работа ЭПЛА осуществляется в 

сложных условиях, связанных с изменением ско-

рости и нагрузки, при сильном шуме внешней сре-

ды. Внедрение многомасштабного преобразования 

в сверточную нейронную сеть позволяет улучшать 

разнообразие и взаимодополняемость характери-

стик, связанных с неисправностями. 

Многомасштабное преобразование представ-

ляет собой выборку сигнала с разной степенью 

детализации. Для данного одномерного сигнала 

 x  длины N несколько последовательных сигна-

лов   k
y  с разной степенью детализации созда-

ются с помощью простого процесса понижения 

частоты дискретизации. На рис. 2 представлен 

сигнал в трех разных масштабах (Масштаб 1, 

Масштаб 2 и Масштаб 3).  

 

 

 
Рис. 2. Метод многомасштабной понижающей дискретизации 

сигнала 

Можно получить несколько отфильтрованных 

сигналов с разными масштабами. Количество де-

тализированных сигналов связано с деталями и 

тенденциями изучения признаков. 

Математическое описание многомасштабной 

понижающейся дискретизации выглядит следую-

щим образом: 

 

 1 1

1
,  1 ,
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где k – коэффициент масштабирования.  

Для изучения признаков после получения сиг-

налов    1, 2, 4
k

y k   с разными масштабами 

дискретизации полученные сигналы параллельно 

проходят через пары сверточных слоев 

      1 , 2 , 3
k k k

C C C  и слоев объединения 

      1 , 2 , 3
k k k

P P P  для обучения в разных вре-

менны х масштабах. В частности, для сигналов с 

разными масштабами дискретизации используют-

ся фильтры (ядра свертки) разных размеров, так 

что каждый параллельный сверточный слой на од-

ном уровне может получать характеристики раз-

ных высоко- и низкочастотных признаков, тем са-

мым улучшая диагностические характеристики 

модели. 

Первые сверточные слои       1 2 4
1 , 1 , 1C C C  

имеют длину сигнала ,   / 2,   / 4N N N  соответ-

ственно. Для каждой первой свертки размер соот-

ветствующего ядра свертки уменьшается по мере 

увеличения значения k, что способствует лучшему 

извлечению полезных признаков.  

Для каждого сигнала    1, 2, 4
k

y k   после 

слоев 
 

1  
k

C и 
 

1
k

P  генерируется определенное 

количество новых карт признаков. Затем эти карты 

признаков используются в качестве входных дан-

ных для слоя  
,2

k
C  операции повторяются и ге-

нерируются новые карты признаков. Точно так же, 

если предположить, что в слое 
 

3
k

C  используют-

ся K ядер свертки, выходом слоя объединения 

 
1

k
P  является K новых карт признаков: 

   1 2, , , .
k

Kq p p p   

Окончательное представление признака q имеет 

три разных масштаба: 

     1 2 4
, , .q q q q 
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Следовательно, по сравнению с традиционным 

одномасштабным представлением, многомасштаб-

ное изучение признаков имеет больший диапазон 

охвата признаков, что способствует извлечению 

дополнительных признаков и обеспечивает луч-

ший эффект для следующего шага классификации 

неисправностей. 

В качестве эффективного механизма слияния 

признаков используется механизм внимания. Сеть 

может выборочно усиливать полезные функции 

для выявления ошибок и подавлять недействи-

тельные.  

Для выполнения классификации используется 

комбинация полносвязного скрытого слоя и слоя 

Softmax. На вход полносвязного слоя подается 

вектор признаков q, полученный на предыдущем 

этапе. Скрытый слой использует ReLU в качестве 

функции активации, в выходном слое используется 

функция Softmax. 

Пусть Y представляет собой метку категории 

состояния ЭПЛА. Предположим, что всего n кате-

горий; т. е. для входной выборки x вероятность 

того, что она принадлежит к категории c, опреде-

ляется следующим образом: 
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где  1 2, , , n       – параметр, который необхо-

димо изучить в модели; T

1

1/ exp( )
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  – нормиро-

ванная функция, 
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Для любой заданной входной выборки много-

масштабная сверточная нейронная сеть будет 

предсказывать результат. Для того чтобы предска-

занное значение модели максимально соответство-

вало истинному, необходимо минимизировать рас-

стояние между предсказанным значением и истин-

ным значением, т. е. функцию потерь 
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где m – количество проб или размер входной пар-

тии; I   – функция индекса:  
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Чтобы минимизировать значение функции по-

терь модели, необходимо оптимизировать и 

настроить вес нейронной сети, и оптимизатор ис-

пользует для этого алгоритм обратного распро-

странения: 

  * arg min ; , ,L f x y


    

где *  – оптимальный параметр модели; ( )L   – 

функция потерь; ( )f   и y – выходное значение и 

целевое значение модели соответственно. 

Авторы работы [14] приводят двумерную визу-

ализацию процесса классификации (рис. 3), кото-

рая показывает, что сначала выборки различных 

категорий исходного сигнала перемешаны и 

неразделимы (рис. 3, a), по мере прохождения сло-

ев выборки разделяются (рис. 3, б–ж) и после слоя 

Softmax располагаются далеко друг от друга (рис. 

3, з). 

В работе [14] приводятся экспериментальные 

результаты, которые показывают, что в сценариях 

с сильным шумом и переменными нагрузками 

предлагаемый метод имеет лучшую производи-

тельность, чем такие современные методы диагно-

стики неисправностей, как сверточные нейронные 

сети с широкими ядрами первого уровня [40] и 

многомасштабные сверточные нейронные сети 

[41]. 

 

3.1. Техническое обслуживание на основе 

прогнозирования 

На работы по техническому обслуживанию ЛА 

приходится около 10–20 % общих эксплуатацион-

ных расходов. Оптимизация затрат на техническое 

обслуживание самолетов благодаря внедрению 

обслуживания на основе прогнозирования упоми-

нается в многочисленных исследованиях [42–47]. 

Предполагается, что обслуживание на основе 

прогнозирования будет проводиться при необхо-

димости в зависимости от технического состояния 

компонента с целью предупреждения неисправно-

стей до их появления, а не по времени независимо 

от текущего состояния. Для реализации обслужи-

вания на основе прогнозирования необходима 

упреждающая оценка технического состояния и 

прогнозирование оставшегося срока полезного ис-

пользования компонентов и подсистем в реальном 

времени на основе моделей, на основе данных или 

с помощью гибридных методов [48]. Основные 
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Рис. 3. Двумерная визуализация процесса классификации многомасштабной сверточной нейронной сети 

 

преимущества и недостатки разных методов об-

суждались в п. 2.1. В работе [49] предлагается ме-

тод раннего обнаружения и идентификации неис-

правностей ЭПЛА на основе модели. Предлагае-

мый метод прогнозирования способен идентифи-

цировать аномальное поведение ЭПЛА при двух 

прогрессирующих отказах: частичном межвитко-

вом замыкании фазы статора и статическом экс-

центриситете ротора. Использование моделей для 

оценки технического состояния и прогнозирования 

оставшегося срока полезного использования на 

борту требует тщательной проверки этих моделей. 

В работе [9] описан испытательный стенд для экс-

периментальной проверки моделей ЭПЛА в номи-

нальных условиях, а также при наличии зарожда-

ющихся механических неисправностей, таких как 

изменение трения и увеличение люфтов в редукто-

ре. 

Применение методов машинного обучения для 

прогнозирования технического состояния в авиа-

ции сопряжено с рядом проблем [50]. Эксплуата-

ционные данные, генерируемые системой техниче-

ского состояния ЛА, крайне несбалансированы, 

поскольку отказы компонентов ЛА происходят во 

время полетов чрезвычайно редко и данные сме-

щены в сторону нормальной работы. В этом случае 

необходимы специальные методы анализа, спо-

собные противодействовать дисбалансу данных. 

Другая проблема заключается в отсутствии обще-

доступных наборов данных, что ограничивает ис-

следования в этой области [46]. 

В работе [51] представлен метод обнаружения 

редких отказов для прогностического обслужива-

ния самолетов с применением глубокого гибрид-

ного обучения на основе несбалансированного 

набора данных. Предлагаемая модель использует 

два этапа: автоэнкодер для обнаружения редких 

сбоев и сверточную нейронную сеть с двунаправ-

ленными управляемыми рекуррентными блоками 

(англ. Bidirectional Gated Recurrent Unit, BGRU) 

для прогнозирования следующего возникновения 

сбоя. Предлагаемый метод оценивается с исполь-

зованием данных реальной системы технического 

обслуживания самолетов. Результаты оценки сви-

детельствуют, что метод эффективен для прогно-

зирования отказов компонентов в течение заранее 

определенного значимого периода времени. 

В настоящее время в литературе рассматрива-

ется главным образом прогнозирование техниче-

ского состояния и оставшегося срока полезного 

использования авиационных двигателей [52–55]. 

Для решения проблемы оценки оставшегося срока 

полезного использования был предложен ряд ги-

бридных подходов, основанных на физических 

моделях и анализе данных. В зависимости от того, 

какой тип информации обрабатывается и как 

фрагменты информации объединяются, были 

предложены различные типы гибридных архитек-

тур. На данный момент универсальной прогности-

ческой модели не существует и ее выбор зависит 

от конкретных характеристик отдельных рассмат-

риваемых подсистем [56]. 
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Для решения проблем в области прогнозирова-

ния технического состояния и оставшегося срока 

полезного использования ЭПЛА в настоящее вре-

мя отсутствует достаточное количество реальных 

данных об отказах в условиях эксплуатации, по-

скольку использование ЭПЛА в ЛА в основном 

ограничивается системами, некритичными для 

безопасности, и отказы очень редки. Поэтому при-

меняются главным образом методы на основе мо-

делей.  

 

3.2. Прогнозирование неисправностей ЭПЛА на 

основе метаэвристических алгоритмов 

Авторы статьи [57] исследуют инструмент об-

наружения и идентификации неисправностей ЭП-

ЛА на основе модели с использованием генетиче-

ского алгоритма. Предлагаемый подход тестиро-

вался для обнаружения нескольких наиболее рас-

пространенных отказов. Отмечается способность 

предлагаемой стратегии точно оценивать работо-

способность системы при наличии нескольких ре-

жимов отказа, влияющих на одни и те же сигналы 

одновременно. Однако требуемое время вычисле-

ний делает стратегию пригодной для обнаружения 

и идентификации неисправностей ЭПЛА, выпол-

няемых во время планового технического обслу-

живания, но не для оценки неисправностей в ре-

альном времени. 

В работах [3, 58, 59] авторы исследуют приме-

нение биоинспирированных метаэвристических 

алгоритмов для решения задачи обнаружения 

скрытых неисправностей, зарождающихся отказов 

и их прогрессирования в процессе эксплуатации с 

целью предотвращения потенциально опасных от-

казов типичного бортового ЭПЛА. 

Из-за того, что отказы ЭПЛА редки и реальные 

данные получить сложно, авторы работы [3] ис-

пользовали данные, полученные на основе моде-

лирования: эталонной модели (англ. reference 

model, RM) с высокой точностью [60] и модели 

мониторинга (англ. monitoring model, MM), с низ-

кой точностью, при помощи которой моделирова-

ние выполнялось почти в режиме реального вре-

мени [61]. Экспериментальная проверка моделей 

проводилась при помощи экспериментального ис-

пытательного стенда [9]. 

Моделировались наиболее критичные для ЭП-

ЛА отказы: сухое трение, люфт, короткое замыка-

ние, эксцентриситет ротора и дрейф пропорцио-

нального коэффициента усиления ПИД-

регулятора. Отказы моделировались при помощи 

параметров отказов, каждый из которых связан с 

определенным отказом и для характеристики раз-

личных масштабов отказа принимает значение от 0 

до 1. Путем изменения параметров отказов моде-

лировалось поведение исполнительного механизма 

в различных условиях. Во время прогностической 

процедуры запускалась ММ с некоторым набором 

параметров отказов. Нахождение вектора парамет-

ров отказов, при которых разница между прогно-

зируемыми и фактическими тенденциями доста-

точно мала, позволяет определить, происходит ли 

сбой, какого рода сбой и каков его масштаб. Цель 

алгоритма оптимизации – подобрать такой вектор 

параметров отказов, который минимизирует целе-

вую функцию. Целевая функция имеет вид 
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где ,MM iI  и ,RM iI  – текущие выходы моделей MM 

и RM соответственно в момент времени i. Оцени-

вается квадратичная ошибка, характеризующая 

разницу между значениями выходов этих моделей, 

T  – шаг интегрирования. 

Авторы сравнивают разные метаэвристические 

алгоритмы, основанные на биотехнологиях, а 

именно: 

– дифференциальную эволюцию (англ. Differen-

tial Evolution, DE) – концепция этого алгоритма 

следует естественным эволюционным принципам 

[62, 63]; 

– оптимизацию роя частиц (англ. Particle Swarm 

Optimization, PSO) – наиболее часто используемый 

алгоритм роевого интеллекта, в котором рой спо-

собен определять оптимальные решения путем 

обмена информацией между частицами; в основу 

положено изучение движения птичьих стай или 

косяков рыб [64, 65];  

– оптимизацию серого волка (англ. Grey Wolf 

Optimization, GWO) – алгоритм оптимизации, ос-

нованный на идее жесткой иерархии среди членов 

популяции. Особи с более высокими оценками 

приспособленности имеют большее влияние на 

процесс оптимизации [66, 67]. 

Результаты сравнения средней ошибки в про-

центах для каждого режима отказа для разных ал-

горитмов представлены на рис. 4. Для каждого ви-

да отказа смоделированы два различных уровня 

величины в диапазоне от 0 до 1: высокий (0,75) и 

низкий (0,25). 
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Рис. 4. Средняя ошибка в процентах для каждого режима отказа для разных алгоритмов 

 

Алгоритм дифференциальной эволюции пока-

зывает немного меньшую ошибку, чем другие ал-

горитмы, для сигналов низкой интенсивности. Ал-

горитм оптимизации серого волка оказывается бо-

лее точным для отказов высокого уровня (напри-

мер, короткое замыкание и пропорциональное 

усиление). Алгоритм оптимизации роя частиц ока-

зывается наиболее точным для ошибок люфта в 

целом, высокого статического эксцентриситета и 

низкого пропорционального усиления. Такие ре-

зультаты свидетельствуют, что метаэвристические 

алгоритмы очень чувствительны к постановке за-

дачи; ни один из исследуемых алгоритмов не спо-

собен превзойти другие в любой ситуации. Веду-

щим алгоритмом, обеспечивающим наилучшие 

результаты для случая множественных отказов, а 

также наиболее эффективным алгоритмом с точки 

зрения вычислительных затрат является алгоритм 

оптимизации роя частиц. 

 

Отечественные исследователи применяют под-

ходы на основе нейронных сетей и машинного 

обучения для диагностики и прогнозирования тех-

нического состояния авиационных двигателей [68–

70] и ЭПЛА [71–78]. 

Специалисты Пермского национального иссле-

довательского политехнического университета в 

работе [71] приводят результаты комплексного 

анализа использования методов машинного обуче-

ния для диагностики асинхронных двигателей 

электропривода на лабораторном стенде. Задача 

определения исправности двигателя сводится к 

бинарной классификации для каждого типа неис-

правности, к поиску алгоритмов, обеспечивающих 

классификацию с большей точностью. 

После проведенного анализа в качестве наибо-

лее эффективного выбран подход к построению 

ансамбля классификаторов, включающий следую-

щие методы: 

– случайного леса, уменьшающий проблему 

переобучения; 

– многослойный персептрон – класс искус-

ственных нейронных сетей, продемонстрировав-

ший способность находить приближенные реше-

ния для чрезвычайно сложных задач; 

– градиентный бустинг, обрабатывающий кате-

гориальные признаки и нелинейности; 

– усовершенствованную форму алгоритма гра-

диентного бустинга, позволяющую повысить точ-

ность классификации. 

Разработанная система классификации показа-

ла свою перспективность для промышленного 

внедрения благодаря низкой стоимости и высокой 

надежности. 

Специалисты Московского авиационного ин-

ститута в работе [72] рассматривают нештатные 

ситуации, связанные с отказами приводов органов 

управления, и алгоритм обнаружения таких отка-

зов, основанный на решении задачи идентифика-

ции модели движения ЛА и задачи классификации 

признаков отказной ситуации с применением 

нейросетевых методов. В работе анализируются 

три вида отказов приводов органов управления: 

потеря эффективности привода, «замораживание» 

привода в момент возникновения нештатной ситу-

ации и сочетание этих двух типов отказов. При 

моделировании отказа привода управляющей по-

верхности производится модификация аэродина-

мических коэффициентов, содержащих значение 
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отклонения этой поверхности. Реализованы две 

схемы преобразования: когда переменная, содер-

жащая отклонение управляющей поверхности, 

присутствует в аэродинамическом коэффициенте в 

явном и в неявном виде. Объектом модели диагно-

стики является самолет-истребитель F-16. При мо-

делировании полета в системе управления учиты-

ваются автопилоты угла атаки, тангажа и крена, 

отвечающие за выдерживание заданного углового 

положения ЛА. Модель движения представляет 

собой систему обыкновенных дифференциальных 

уравнений. Описывается реализация численного 

решения задачи Коши для этой системы уравнений 

методом Рунге – Кутты четвертого порядка. Дан-

ными наблюдений являются значения угловых 

скоростей и командных сигналов от каналов си-

стемы управления. Рассматривается подход, при 

котором распознавание признаков отказной ситуа-

ции производится на основании наблюдений за 

функциями кросс-корреляции угловых скоростей. 

Взаимосвязь между парами угловых скоростей 

можно оценить количественно и представить в ви-

де функции. При возникновении отказа привода 

органа управления эта взаимосвязь нарушается. 

Для классификации отказов приводов используют-

ся нейросетевые модели функций кросс- и авто-

корреляции угловых скоростей. 

В Центральном аэрогидродинамическом инсти-

туте (ЦАГИ) разработан подход к испытаниям 

авиационных исполнительных механизмов для 

проверки работоспособности испытуемого приво-

да при динамических внешних нагрузках, соответ-

ствующих различным режимам полета [73], кото-

рый, получив развитие, в настоящее время приме-

няется как для отладки алгоритмов диагностики 

неисправностей традиционных сервоклапанных 

гидроприводов, так и для ЭПЛА с использованием 

нейронных сетей. Целью экспериментальных ис-

пытаний электроприводов является выявление не-

достатков конструкции привода или настройки 

системы его управления. Испытания исполнитель-

ных механизмов, проводимые в ЦАГИ, можно 

квалифицировать следующим образом: 

– изолированные испытания исполнительных 

механизмов и их элементов, а также сигнальных 

путей систем управления полетом; 

– отработка исполнительных систем поверхно-

сти ЛА для управления полетом; 

– тестирование контура управления «объект 

управления – система управления – исполнитель-

ное устройство». 

Результаты этих испытаний могут быть исполь-

зованы как формальное основание для выдачи 

первого сертификата летной годности. 

В Институте проблем управления им. В.А. Тра-

пезникова Российской академии наук (ИПУ РАН) 

совместно с ЦАГИ ведутся работы по разработке и 

исследованию технологий, методов и алгоритмов 

построения системы ранней диагностики электро-

механических систем с использованием машинно-

го обучения. Целью этих работ являются синтез и 

верификация алгоритмов машинного обучения для 

поиска и формализации закономерностей во взаи-

мосвязях между контролируемыми параметрами, 

оценкой и прогнозом технического состояния 

электромеханических систем. 

В работе [74] описана разработка и верифика-

ция на основании статических и динамических ха-

рактеристик натурного образца математической 

модели рулевого сервопривода (СП) для БПЛА 

среднего радиуса действия взлетным весом 400 кг. 

Модель предназначена для создания системы ран-

ней диагностики неисправностей СП. Сформули-

рована задача оценки состояния СП в виде задачи 

классификации на основе алгоритмов интеллекту-

ального анализа данных. Предложена обобщенная 

схема формирования и анализа данных для оценки 

технического состояния СП. 

В работах [75, 76] предложенная схема исполь-

зуется для построения алгоритма раннего обнару-

жения отказов ЭПЛА, связанных с изменением 

диссипативных потерь в механическом редукторе. 

Данные о работе ЭПЛА при взлете формировались 

с помощью математической модели и включали 12 

параметров. На основе предлагаемого алгоритма 

отбора информативных признаков были отобраны 

четыре параметра в качестве входов нейронной 

сети и проведено обучение 50-ти нейронных сетей. 

Вычислительные эксперименты показали, что 

уменьшение количества входных параметров поз-

волило уменьшить количество нейронов, повысить 

скорость обучения нейронных сетей и точность 

вычислений.  

В докладе [77] представлена разработка алго-

ритмов поиска информативных признаков для 

прогнозирования технического состояния ЭПЛА. 

С этой целью применяются методы анализа вре-

менных рядов и генетические алгоритмы. Разрабо-

танные алгоритмы исследованы и верифицирова-

ны на данных, полученных с использованием ма-

тематической модели ЭПЛА и в результате ре-

сурсных стендовых испытаний бесколлекторного 

электродвигателя БПЛА. 

Эффективность предлагаемого подхода для по-

строения алгоритма определения технического 

состояния ЭПЛА на основе нейронных сетей, 

обеспечивающих формализацию закономерностей 

в данных, исследуется в работе [78]. Представлена 
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схема отбора информативных признаков на основе 

«оберточных» методов для обучения нейронной 

сети. Приводятся данные экспериментальных ис-

следований определения технического состояния 

ЭПЛА (исправное, предаварийное, аварийное), 

связанных с изменением люфта и сухого трения.  

 

Представлен обзор зарубежных и отечествен-

ных исследований, посвященных методам диагно-

стики неисправностей ЭПЛА на основе моделей, 

на основе данных и гибридных методов. Основные 

усилия исследователей направлены на методы 

глубокого обучения с целью анализа больших объ-

емов данных, получаемых в процессе функциони-

рования ЭПЛА. Применяя методы глубокого обу-

чения, можно извлекать эффективные признаки 

неисправностей прямо из сигналов мониторинга и 

одновременно выполнять классификацию неис-

правностей. 

Диагностика и классификация неисправностей 

являются лишь первыми шагами на пути к техни-

ческому обслуживанию ЭПЛА по состоянию на 

основе прогнозирования. Важную роль в обеспе-

чении безопасности и надежности авиационных 

систем играют оценка технического состояния и 

прогнозирование оставшегося полезного срока ис-

пользования в процессе эксплуатации, что позво-

ляет своевременно предвидеть возможные отказы 

оборудования и предотвращать их.  

Рассмотренные в обзоре подходы являются ин-

новационными, они инициированы бурным разви-

тием и значительными достижениями при практи-

ческом применении нейросетевых технологий и 

глубокого обучения в некоторых практических 

областях. Приведенный обзор литературы свиде-

тельствует о большом интересе исследователей, 

особенно зарубежных, к применению таких под-

ходов в области диагностики и прогнозирования 

неисправностей ЭПЛА, но пока только на стадии 

разработки и исследований. Результаты имитаци-

онного моделирования и экспериментов на стендах 

свидетельствуют о перспективности и необходи-

мости дальнейшего развития методов, рассмот-

ренных в обзоре, при этом отмечены также суще-

ствующие трудности на пути их практического 

применения. 

Одна из основных проблем при разработке си-

стем управления техническим состоянием ЭПЛА 

по состоянию заключается в сложности получения 

необходимых данных для исследований, посколь-

ку ЭПЛА пока используются в ЛА недостаточно 

широко, а их отказы достаточно редки. В настоя-

щее время для исследований используются дан-

ные, полученные на основе моделирования и на 

испытательных стендах. На практике применение 

предлагаемых подходов может оказаться не столь 

эффективным из-за влияния реальных условий 

эксплуатации ЭПЛА и внешней среды. 
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Abstract. In connection with implementing the concept of electric airplanes, it is necessary to 

ensure the high reliability of electromechanical actuators (EMAs) as important components of 

aviation systems. The structural composition of an EMA and the types of its faults are considered. 

Fault diagnosis methods based either on EMA modeling or the analysis of signals received during 

EMA operation, as well as hybrid methods combining both these approaches, are reviewed. The 

advantages, disadvantages, and difficulties in applying these approaches are investigated. Special 

attention is paid to EMA diagnosis methods based on deep learning, which process signals in au-

tomatic mode and implement complex fault diagnosis. The concept of aircraft equipment health 

management (in particular, EMA health management) is presented based on assessing the tech-

nical condition and prognosticating the remaining useful life in order to prevent faults before their 

occurrence. Several hybrid approaches with prognostics are highlighted to solve the aircraft 

health management problem. Finally, Russian R&D results in the field of machine learning-based 

aviation health management are reviewed. 
 

Keywords: aircraft, electromechanical actuator (EMA), fault diagnosis, health management, prognostics. 
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