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Аннотация. Нейронные сети активно применяются при ре-
шении различных прикладных задач анализа, обработки и
генерации данных. При их использовании одним из сложных
этапов является подбор структуры и параметров нейронных
сетей (количество и типы слоев нейронов, функции активации,
оптимизаторы и т. д.), обеспечивающих наибольшую точность и,
следовательно, успешность решения поставленной задачи. В на-
стоящее время данный вопрос решается путем аналитического
подбора архитектуры нейронной сети исследователем или разра-
ботчиком программного обеспечения. Существующие автомати-
ческие инструменты (AutoKeras, AutoGAN, AutoSklearn, DEvol
и др.) недостаточно универсальны и функциональны. Поэтому
в рамках данной работы рассматривается метод автоматическо-
го поиска структуры и параметров нейронных сетей различ-
ного типа (многослойных плотных, сверточных, генеративно-
состязательных, автоэнкодеров и др.) для решения широкого
класса задач. Представлена формализация метода и его основ-
ные этапы. Рассмотрена апробация метода, доказывающая его
эффективность относительно аналитического решения при под-
боре архитектуры нейронной сети. Проведено сравнение метода
с существующими аналогами, выявлено его преимущество по
точности сформированных нейронных сетей и времени поиска
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решения. Результаты исследования могут использоваться при решении большого класса задач
обработки данных, для которых требуется автоматизировать подбор структуры и параметров
нейронной сети.
Ключевые слова: нейронные сети, машинное обучение, оптимизация структуры нейронных
сетей, анализ и обработка данных, сверточные нейронные сети, автоэнкодеры, генеративно-
состязательные сети
Благодарности: Работа выполнена при поддержке лаборатории медицинских VR тренажерных
систем для обучения, диагностики и реабилитации, Тамбовский государственный технический
университет.
Для цитирования: Обухов А. Д. Метод автоматического поиска структуры и параметров
нейронных сетей для решения задач обработки информации // Известия Саратовского уни-
верситета. Новая серия. Серия: Математика. Механика. Информатика. 2023. Т. 23, вып. 1.
С. 113–125. https://doi.org/10.18500/1816-9791-2023-23-1-113-125, EDN: QQEIGU
Статья опубликована на условиях лицензии Creative Commons Attribution 4.0 International
(CC-BY 4.0)

Article

Method of automatic search for the structure and parameters
of neural networks for solving information processing problems

A. D. Obukhov

Tambov State Technical University, 106 Sovetskaya St., Tambov 392000, Russia

Artem D. Obukhov, obuhov.art@gmail.com, https://orcid.org/0000-0002-3450-5213, AuthorID: 751895

Abstract. Neural networks are actively used in solving various applied problems of data analysis,
processing and generation. When using them, one of the difficult stages is the selection of
the structure and parameters of neural networks (the number and types of layers of neurons,
activation functions, optimizers, and so on) that provide the greatest accuracy and, therefore, the
success of solving the problem. Currently, this issue is being solved by analytical selection of
the neural network architecture by a researcher or software developer. Existing automatic tools
(AutoKeras, AutoGAN, AutoSklearn, DEvol and others) are not universal and functional enough.
Therefore, within the framework of this work, a method of automatic search for the structure
and parameters of neural networks of various types (multilayer dense, convolutional, generative-
adversarial, autoencoders, and others) is considered for solving a wide class of problems. The
formalization of the method and its main stages are presented. The approbation of the method is
considered, which proves its effectiveness in relation to the analytical solution in the selection of
the architecture of the neural network. A comparison of the method with existing analogues is
carried out, its advantage is revealed in terms of the accuracy of the formed neural networks
and the time to find a solution. The research results can be used to solve a large class of data
processing problems for which it is required to automate the selection of the structure and
parameters of a neural network.
Keywords: neural networks, machine learning, optimization of the neural network structure,
data analysis and processing, convolutional neural networks, autoencoders, generative-adversarial
networks
Acknowledgements: This work was supported by the Laboratory of medical VR simulation
systems for training, diagnostics and rehabilitation, Tambov State Technical University.

114 Научный отдел

https://elibrary.ru/QQEIGU
https://orcid.org/0000-0002-3450-5213
https://elibrary.ru/author_profile.asp?id=751895


А. Д. Обухов. Метод автоматического поиска структуры и параметров нейронных сетей

For citation: Obukhov A. D. Method of automatic search for the structure and parameters
of neural networks for solving information processing problems. Izvestiya of Saratov Univer-
sity. Mathematics. Mechanics. Informatics, 2023, vol. 23, iss. 1, pp. 113–125 (in Russian).
https://doi.org/10.18500/1816-9791-2023-23-1-113-125, EDN: QQEIGU
This is an open access article distributed under the terms of Creative Commons Attribution 4.0
International License (CC-BY 4.0)

Введение

Методы машинного обучения, в частности нейронные сети, широко применяются
при решении задач анализа, обработки и генерации данных в различных сферах
человеческой деятельности для автоматизации процессов работы с информацией [1].
При их использовании этап подбора структуры и параметров нейронных сетей
является наиболее важным и сложным, так как от него зависит итоговая точность
сети и, следовательно, успешность решения поставленной задачи. Изначально выбор
типа нейронной сети и поиск ее оптимальных настроек производился аналитическим
(экспертным) путем, однако в последние годы появились теоретические методы [2,3]
и программные решения (AutoKeras [4], DEvol [5,6], AutoSklearn [7], Google AutoML
[8], AutoGAN [9]), направленные на автоматизацию данного процесса.

Подходы к автоматическому поиску структур и параметров нейронных сетей связа-
ны с формированием различных конфигураций сетей и их сравнением на контрольном
наборе данных, что приводит к значительному потреблению вычислительных ресурсов
или временным затратам и, следовательно, затрудняет их широкое распространение и
применение. Поиск оптимальных параметров и архитектур аналитическим методом
не гарантирует оптимального решения при низкой квалификации разработчиков или
исследователей. Следовательно, это ограничивает возможность применения подобных
подходов в небольших командах без привлечения специалистов в области машинного
обучения и обработки информации с соответствующим уровнем компетенций.

Поэтому актуальной задачей является автоматизация процесса подбора структуры
и параметров нейронных сетей. В работе коллектива ученых [10] рассматривается
подход, основанный на исследовании пространства возможных архитектур, образован-
ного путем добавления или удаления слоев и изменения их параметров. Для поиска
оптимальных настроек сети используются контроллер и функция вознаграждения,
оценивающая полученные решения.

Другим теоретическим подходом, направленным на снижение сложности процесса
выбора структуры и обучения нейронных сетей, стала методология, предложенная
в исследовании [11]. Ее особенностью является реализация единственной, уни-
версальной нейронной сети, способной работать с множеством сценариев за счет
использования сотен или тысяч подсетей с одним общим ядром. Это позволяет не
искать специализированную структуру для каждой конкретной задачи, а использо-
вать универсальную модель. Эффективность решения растет при росте количества
сценариев (задач).

Анализ практических подходов к автоматизированному выбору структуры нейрон-
ных сетей позволил выделить следующие программные решения [12]: AutoKeras [4],
DEvol [5,6], AutoSklearn [7], Google AutoML [8], AutoGAN [9]. В каждом из инстру-
ментов используются свои подходы для нахождения оптимальных настроек и архи-
тектур нейронных сетей: байесовская оптимизация параметров сетей (AutoSklearn,
AutoKeras), генетическое программирование (DEvol), контроллеры на основе нейрон-
ных сетей (Google AutoML, AutoGAN).
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Проведенный анализ данных инструментов показал следующие результаты, пред-
ставленные в таблице.

Сравнение существующих подходов по автоматического поиску архитектур нейронных сетей
Table. Comparison of the existing approaches for automatic search for neural network

architectures

Критерий AutoKeras DEvol AutoSklearn AutoGAN
Классификация данных + + + −
Регрессия + + + −
Генерация данных заданного класса − − − +
Сжатие состояния объекта − − − −
Прогнозирование данных + + + −
Восстановление значений + + + −
Преобразование данных + + − +
Определение категории задач + − + −
Подбор структуры нейронной сети + + + +
Многомерность входных и выходных
векторов − + − +

В качестве основных критериев сравнения использовались функциональные осо-
бенности (возможность решения задач классификации, регрессии, генерации, сжатия,
прогнозирования, восстановления, преобразования), а также способность автома-
тического определения категории задач для более точного выбора архитектуры
(например, сверточных слоев при работе с изображениями), перебор различных типов
нейронных сетей и возможность работы с многомерными входными и выходными
данными. Сравнение проведено на основе данных из документации рассматриваемых
инструментов [4–9], а также в ходе их установки и проверки функциональности в
рассматриваемых категориях задач.

Проведенный анализ позволил сделать следующие выводы. AutoKeras не поддер-
живает многомерные входные данные, а только одномерный вектор. Выходные данные
могут быть представлены единственным значением, что приводит к необходимости
создания нескольких выходов для представления векторов. Это создает значитель-
ные трудности при обработке данных и ограничивает применимость библиотеки без
внесения существенных корректив в структуру исходных данных.

DEvol требует ручной настройки функции потерь, иначе понижается эффектив-
ность библиотеки при решении задач регрессии.

AutoSklearn также не поддерживает многомерные входные и выходные данные.
Кроме того, невозможно формирование нескольких независимых входов или выходов.

Вышеперечисленные библиотеки не поддерживают работу с нейронными сетями
генеративно-состязательного типа и автоэнкодерами.

В отличие от них библиотека AutoGAN реализует подбор структуры генеративно-
состязательной сети. Она показывает высокую эффективность при генерации данных
на основе датасетов CIFAR10 и STL-10, однако ее архитектура крайне тяжело адап-
тируется под другие наборы данных. Особенно это касается данных, представленных
в виде многомерных численных значений, а не изображений, так как средства оп-
тимизации структуры нейронной сети в данной библиотеке основаны на метрике
Inception Score и использовании модели Inception V3. Это значительно ограничивает
применение этой библиотеки.

Таким образом, на основе проведенного анализа существующих подходов к поиску
архитектур нейронных сетей получено, что универсального метода, применимого
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для поиска структур и параметров различных нейронных сетей, не существует, что
подтверждает актуальность проводимых исследований. В рамках работы планируется
реализация и апробация метода, позволяющего реализовать все функциональные
критерии, перечисленные в таблице.

1. Материалы и методы

Определим структуру и параметры произвольной нейронной сети 𝑁𝑁 следующим
выражением:

𝑁𝑁 = (𝑋, 𝑌,𝑊, 𝑇𝑁, 𝑆𝑁,𝐻𝑁), (1)

где 𝑋, 𝑌 — набор входных и выходных векторов данных соответственно, размер-
ность 𝑋 составляет 𝑁𝑋 , 𝑌 —𝑁𝑌 ; 𝑊 — множество всех весов нейронной сети; 𝑇𝑁 —
тип архитектуры нейронной сети (многослойная плотная, сверточная, генеративно-
состязательная, рекуррентная, автоэнкодер и т. д.); 𝑆𝑁 — структура нейронной сети,
отражающая количество слоев, нейронов в каждом их них, связи между слоями,
выбранные функции активации; 𝐻𝑁 — гиперпараметры нейронной сети (скорость
обучения, размер пакета, параметры регуляризации).

Функция 𝑌 = 𝑁𝑁(𝑋,𝑊 ) математически выражает нейронную сеть 𝑁𝑁 . Нахож-
дение весов 𝑊 и метода отображения 𝑋 и 𝑊 в 𝑌 определяет структуру 𝑆𝑁 , тип 𝑇𝑁
и параметры 𝐻𝑁 нейронной сети 𝑁𝑁 [13].

Тогда необходимо сформировать вектор выходных данных 𝑌 = (𝑦1, ..., 𝑦𝑚) задан-
ной размерности со структурой данных 𝑆𝑌 на основе обработки вектора входных
данных 𝑋 = (𝑥1, ..., 𝑥𝑛) заданной размерности со структурой данных с помощью
некоторой нейронной сети 𝑁𝑁𝑗, входящей в множество всех возможных архитектур
нейронных сетей 𝑁𝑁 . Для решения поставленной задачи в автоматическом режиме
необходимо автоматизировать процесс подбора структуры и параметров нейронных
сетей в зависимости от категории 𝐾𝑖 задачи и формата исходных данных. Под поня-
тием «структура данных» будем понимать класс данных, однозначно определяющий
множество характеристик и значений каждого элемента класса, а также множество
операций, которые могут быть к ним применены, и пусть 𝑆 — множество всех классов
данных. Тогда под структурой данных SA некоторого вектора 𝐴 = (𝑎1, ..., 𝑎𝑡) будем
понимать образ множества 𝐴 при отображении 𝑓𝑠 : 𝐴→ 𝑆𝐴, где 𝑆𝐴 ∈ 𝑆.

Рассмотрим формализованное представление метода автоматического поиска струк-
туры и параметров нейронной сети, включающее следующие этапы.

1. Формализация вектора входных 𝑋 = (𝑥1, ..., 𝑥𝑛) и выходных 𝑌 = (𝑦1, ..., 𝑦𝑚)
данных, определение их структур (классов данных): 𝑆𝑋 и 𝑆𝑌 соответственно.

2. Анализ связей между входными и выходными данными, что позволит определить
категорию 𝐾𝑖 решаемой задачи.

3. Подготовка и обработка исходных данных. На этом этапе осуществляется пре-
образование исходных данных 𝑋 путем выполнения различных операций: нор-
мализации, округления, перехода от непрерывных значений к категориальным,
использование разреженных матриц вместо дискретных значений, лемматиза-
ция, очистка исходных данных от лишней или служебной информации и т.д.
Реализация перечисленных операций возможна в автоматическом режиме за
счет набора библиотек программного кода, а их применение позволяет ускорить
работу нейронных сетей и повысить их точность. Каждая категория задач 𝐾𝑖

реализует свою процедуру обработки данных.
4. В соответствии с выбранной задачей 𝐾𝑖 в автоматическом режиме выбирается

архитектура (1) нейронной сети 𝑁𝑁* ∈ 𝑁𝑁 : итерационно осуществляется
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анализ точности нейронных сетей 𝑁𝑁𝑗 ∈ 𝑁𝑁 на небольшой выборке данных
𝑋0 ∈ 𝑋. К основным варьируемым параметрам относятся:

∙ архитектура модели нейронной сети (последовательная, функциональная);
∙ тип используемых слоев нейронов (плотные для численных значений,

сверточные для изображений, рекуррентные для последовательностей, слои
нормализации для уменьшения эффекта переобучения);

∙ количество плотных слоев нейронов (от 1 до 20);
∙ количество слоев исключения (dropout) (от 0 до 9);
∙ количество специализированных слоев (сверточных, рекуррентных и т.д.)

(от 1 до 10);
∙ количество нейронов в слое (от 5 до 2000);
∙ тип активационных функций (линейная, сигмоидальная, гиперболический

тангенс, ReLU, SELU);
∙ оптимизатор (SGD, Adam, Adamax, Nadam, RMSprop);
∙ функция потерь (MSE, MAE, MAPE, кросс-энтропия, бинарная энтропия);
∙ количество эпох обучения (от 3 до 300).

Подмножество сетей 𝑁𝑁𝑎 ⊂ 𝑁𝑁 , показывающее наилучшую точность, исполь-
зуется дальше и модифицируется, подмножество 𝑁𝑁∖𝑁𝑁𝑎 отбрасывается. Этап
4 повторяется до тех пор, пока не будет достигнута требуемая точность либо
разрешенное время на выполнение этапа. Для каждой задачи 𝐾𝑖 определяет-
ся конкретное подмножество возможных архитектур и параметров нейронных
сетей, что позволяет сократить время поиска оптимальной архитектуры и ис-
ключить изначально неэффективные решения. Если структура входных данных
соответствует изображениям (определяется на шаге 2 и 3), то используются
сверточные слои, если многомерным векторам временных последовательностей —
рекуррентные и т. д. Таким образом, в рамках каждой категории задачи воз-
можно сократить максимальное количество возможных сочетаний параметров и
структуры нейронной сети с сотен миллионов до нескольких десятков тысяч.

5. Нейронная сеть 𝑁𝑁* обучается на всем тренировочном наборе 𝑋𝑡𝑟𝑎𝑖𝑛 ∈ 𝑋.
Оценивается ее точность 𝐴. В случае превышения ошибки 𝐴(𝑁𝑁*) заданного
порога 𝜀 осуществляется возврат к этапу 4. Способ вычисления ошибки (напри-
мер, на основе среднеквадратичного отклонения, перекрестной энтропии или
иных метрик) определен для каждой задачи.

6. Если обученная нейронная сеть обеспечивает требуемую точность (𝐴(𝑁𝑁*) 6 𝜀),
то осуществляется контрольный замер на данных 𝑋𝑡𝑒𝑠𝑡 ∈ 𝑋,𝑋𝑡𝑒𝑠𝑡 ∩𝑋𝑡𝑟𝑎𝑖𝑛 = ∅.
Полученные средствами нейронной сети значения 𝑌𝑡𝑒𝑠𝑡 оцениваются на принад-
лежность области допустимых значений 𝑌 .

7. Нейронная сеть используется для решения выбранной задачи 𝐾𝑖.

Таким образом, разработанный метод позволяет в автоматическом режиме по-
добрать необходимые параметры и структуру нейронных сетей в зависимости от
выбранной категории задач 𝐾𝑖.

2. Программная реализация метода

Для программной реализации метода использовались язык программирования
Python и библиотека по работе с машинным обучением Keras. Выбор языка програм-
мирования обусловлен возможностью объективного сравнения с альтернативными
решениями, которые также реализованы на Python, наличием удобных инструментов
для анализа и обработки больших объемов данных. Необходимо отметить, что пред-
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лагаемый метод может быть реализован с применением как различных фреймворков
(Caffe, PyTorch, TensorFlow, Darknet, XGBoost и др.), так и языков программиро-
вания. Keras использовался по причине простоты реализации нейронных сетей за
счет высокого уровня абстракции. Архитектура программного обеспечения имеет
следующий вид (рис. 1): первый компонент определяет конкретную категорию задач
обработки данных для исходных структур информации, а второй – реализует все
основные этапы метода автоматического поиска структур и параметров нейронных
сетей.

Программный компонент для

определения категории задач

Программная реализация метода поиска структур

и параметров нейронных сетей

Анализ структуры

данных

Предварительная

обработка данных

Инициализация начальных параметров и структуры

нейронной сети

Определение параметров и типа входного слоя

Поиск параметров нейронной сети

Полное обучение нейронной сети

Определение параметров и типа выходного слоя

Предварительная обработка данных для конкретной

категории задач

Сохранение оптимальной модели

Определение

категории задач

обработки

информации

Рис. 1. Структура программного обеспечения для поиска параметров нейронных сетей

Fig. 1. The structure of software for searching the parameters of neural networks

В рамках второго компонента разработан родительский программный класс, обес-
печивающий основную функциональность метода, от которого уже осуществлено
наследование набора классов, решающих конкретные задачи обработки данных (сжа-
тие данных, прогнозирование, генерация и т. д.).

3. Апробация метода
Для проверки метода проведем несколько экспериментов, в которых сравним

точность работы нейронных сетей, полученных аналитическим способом, со сформи-
рованными разработанным программным обеспечением, реализующим метод автома-
тического поиска.

В первом эксперименте осуществим подбор структуры и параметров нейронной
сети автоэнкодера. В качестве датасета используем MNIST (60 000 изображений
размером 28×28 пикселей для обучения, 10 000 — для тестирования), так как на нем
можно визуально оценить качество сжатия и восстановления из скрытого представле-
ния исходных данных. На рис. 2 представлены результаты данного эксперимента, а
также значения основных метрик и параметров: 𝐻 — длина сжатого состояния; 𝑇 —
время поиска структуры и параметров нейронной сети; 𝐿0, 𝐿— значение функции
потерь (среднеквадратичной ошибки) до и после применения метода.

Во втором эксперименте найдем оптимальную структуру и параметры для генера-
тивно-состязательной сети на примере датасета MNIST (рис. 3). Задача усложняется
тем, что процесс обучения сетей такого типа нестабилен, что связано с одновременной
динамической тренировкой двух конкурирующих моделей. Поэтому важен правиль-
ный контроль процесса обучения двух моделей и его своевременный перезапуск в
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Исходный объект Аналитическое решение Разработанный метод

H=10

T=478

L0=0.15

L=0.11

Рис. 2. Результаты поиска структуры нейронной сети автоэнкодера

Fig. 2. Results of searching for the structure of an autoencoder neural network

случае дисбаланса в сторону одной из моделей. Для этого используется постоянная
оценка качества сгенерированных моделей с применением разработанной ранее мо-
дифицированной метрики Inception Score [14]. Особенность метрики заключается в
переходе от сети Inception V3 к произвольному классификатору при расчете предель-
ной вероятности (среднего значения условных вероятностей для объектов в группе).
Так как задано 𝑁 = 10 классов цифр, то обучается нейронная сеть, осуществляющая
соответствующую классификацию по 𝑁 категориям. Для изображений в классифика-
торе используется последовательность сверточных слоев. Далее эта нейронная сеть
подставляется вместо Inception V3 в программную реализацию метрики Inception
Score.

Аналитическое решение Разработанный метод

T=1437 IS=5.78IS=7.74

Рис. 3. Результаты поиска структуры генеративно-состязательной сети

Fig. 3. Search results for the structure of a generative-adversarial network

Прирост модифицированной метрики Inception Score после применения метода
составил 34%. Полученные значения можно интерпретировать следующим образом:
аналитическое решение способно сгенерировать 5.78 различных классов из 10, после
применения метода — 7.74 из 10 возможных.

В результате в первом эксперименте значение функции потерь после поиска
оптимальных параметров и структуры нейронной сети было сокращено на 26%, а
во втором эксперименте значение метрики Inception Score улучшено на 34%, что
подтверждает применимость изложенного метода для решения поставленной задачи.

4. Сравнительный анализ эффективности метода

Для проверки эффективности предлагаемого метода относительно существую-
щих подходов к автоматическому формированию нейронных сетей осуществим его
сравнение с библиотеками AutoKeras, DEvol, AutoSklearn. AutoGAN не участвует в
сравнении, так как его возможности ограничены только генерацией изображений.

Разработанный метод отвечает всем критериям, представленным в таблице, что
отражает его большую универсальность и функциональность, применимость для
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поиска структур и параметров широкого набора типов нейронных сетей (генератив-
ных, рекуррентных, сверточных и т. д.), что успешно доказано при апробации в
предыдущем разделе.

Для оценки времени нахождения структур нейронных сетей и их итоговой точно-
сти при различных методах проведено несколько экспериментов:

∙ классификация объектов (датасет MNIST, функция ошибки — кросс-энтропия)
[15];

∙ регрессия фрагмента данных на основе остальных значений (датасет Adult,
функция ошибки — MSE) [16];

∙ прогнозирование временного ряда (датасеты Individual household electric power
consumption, HAR accelerometer, функция ошибки — MSE) [16].

Получены следующие результаты (точность — в процентах, время поиска структу-
ры и параметров нейронной сети — в секундах):

∙ классификация (MNIST): AutoKeras (99.8%, 2162), DEvol (99%, 3434), AutoSklearn
(96.9%, 1897), предлагаемый метод (на основе автоэнкодера — 98.3%, 63, на
основе рекуррентной сети — 98.1%, 192);

∙ регрессия (Adult): AutoKeras (86.9%, 954), DEvol (82.0%, 570), AutoSklearn
(83.6%, 1121), предлагаемый метод (84.9%, 320);

∙ прогнозирование (Individual household electric power consumption): DEvol (99.7%,
2030), предлагаемый метод (99.9%, 1142);

∙ прогнозирование (HAR accelerometer): DEvol (94.8%, 1566), предлагаемый метод
(92.9%, 868).

Не все методы использовались в каждом эксперименте, что обусловлено их
ограничениями (см. таблицу). На рис. 4 и 5 представлены сводные диаграммы
сравнения средней точности (в процентах) и среднего времени поиска структуры
нейронной сети (в секундах) соответственно для каждого подхода.
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Рис. 4. Сравнение точности нейронных сетей, полученных различными
методами поиска структуры нейронных сетей

Fig. 4. Comparison of the accuracy of neural networks obtained by various
methods of searching for the structure of neural networks
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Рис. 5. Сравнение времени решения задачи поиска структуры нейронных
сетей различными методами

Fig. 5. Comparison of the time of solving the problem of finding the structure
of neural networks by different methods

Таким образом, средняя точность нейронных сетей после применения разрабо-
танного метода составила 94.8%, а среднее время поиска структуры и параметров
сетей — 517 сек. Средняя точность остальных методов равна 92.5%. В среднем время
решения задач остальными методами равнялось 1655 сек.

Полученные результаты сравнительного анализа показывают преимущество раз-
работанного метода по времени нахождения оптимальных структур и параметров
нейронных сетей произвольного типа, а также по итоговой точности полученных
сетей.

Заключение
Предложенный метод автоматического поиска структур и параметров нейронных

сетей основан на определении категории задач обработки данных и переборе мно-
жеств варьируемых характеристик нейронных сетей на небольшой тестовой выборке,
что способствует сокращению времени поиска при сохранении высокой точности
итогового решения. Разработанный метод отличается от аналогов большей уни-
версальностью, что позволяет использовать его для формирования многослойных,
сверточных, рекуррентных, генеративно-состязательных нейронных сетей, а также
автоэнкодеров.

Метод апробирован на примере двух задач (формирования автоэнкодера и генера-
тивно-состязательной сети), относительно аналитического решения получено улучше-
ние метрик на 26–34%. Сравнение метода при решении различных задач (классифи-
кация, регрессия, прогнозирование) с конкурентными программными библиотеками
показало его превосходство по времени нахождения решения (до 3.2 раза) и итоговой
точности нейронной сети (до 2.3%).

Таким образом, предложенный метод поиска структур и параметров достаточно
прост в реализации, применим для широкого набора типов нейронных сетей и, со-
ответственно, задач обработки информации, отличается быстродействием и высокой
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точностью. Область его применения включает разработку адаптивных информаци-
онных систем, интеллектуальных модулей анализа, обработки и генерации данных,
систем, основанных на технологиях машинного зрения и обучения. В рамках проводи-
мой в Тамбовском государственном техническом университете научной деятельности
метод успешно апробирован при решении следующих задач: анализ данных о пе-
ремещении пользователя в виртуальной реальности, преобразование данных при
передаче между компонентами тренажерных комплексов, персонализация интерфейса
адаптивных систем электронного документооборота [17,18].
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