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Аннотация. Цель настоящего исследования — разработка и исследование новой модели с кратковременной памя-
тью, в основе которой лежат искусственная нейронная сеть без эффекта кратковременной памяти и динамическая
модель кратковременной памяти с астроцитарной модуляцией. Методы. Искусственная нейронная сеть представлена
классической сверточной нейронной сетью, не обладающей кратковременной памятью. Кратковременная память
моделируется в нашей гибридной модели с помощью модели Цодыкса–Маркрама, представляющей собой систему
обыкновенных дифференциальных уравнений третьего порядка. Астроцитарная динамика моделируется среднеполевой
моделью концентрации глиотрансмиттера. Результаты. Была разработана и исследована новая гибридная модель
с кратковременной памятью с использованием сверточной нейронной сети и динамической модели синапса для задачи
распознавания изображений. Приведены графики зависимости точности и ошибки от числа эпох для представлен-
ной модели. Введена метрика чувствительности распознавания изображений d-prime. Было проведено сравнение
разработанной модели с рекуррентной нейронной сетью и конфигурацией новой модели без учета астроцитарной
модуляции. Построена сравнительная таблица, показывающая лучшую точность распознавания для введенной модели.
Заключение. В результате исследования показана возможность совмещения искусственной нейронной сети и ди-
намической модели, расширяющей ее функционал. Сравнение предложенной модели с кратковременной памятью
с использованием сверточной нейронной сети и динамической модели синапса с астроцитарной модуляцией с рекур-
рентной сетью показало эффективность предложенного подхода в имитации кратковременной памяти.
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Abstract. The purpose of this study is to develop and investigate a new short-term memory model based on an artificial
neural network without short-term memory effect and a dynamic short-term memory model with astrocytic modulation.
Methods. The artificial neural network is represented by a classical convolutional neural network that does not have short-term
memory. Short-term memory is modeled in our hybrid model using the Tsodyks-Markram model, which is a system of third-
order ordinary differential equations. Astrocyte dynamics is modeled by a mean field model of gliotransmitter concentration.
Results. A new hybrid short-term memory model was developed and investigated using a convolutional neural network and
a dynamic synapse model for an image recognition problem. Graphs of dependence of accuracy and error on the number
of epochs for the presented model are given. The sensitivity metric of image recognition d-prime has been introduced.
The developed model was compared with the recurrent neural network and the configuration of the new model without taking
into account astrocytic modulation. A comparative table has been constructed showing the best recognition accuracy for
the introduced model. Conclusion. As a result of the study, the possibility of combining an artificial neural network and
a dynamic model that expands its functionality is shown. Comparison of the proposed model with short-term memory using
a convolutional neural network and a dynamic synapse model with astrocytic modulation with a recurrent network showed the
effectiveness of the proposed approach in simulating short-term memory.
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Введение

Кратковременную память можно определить как способность временно хранить и обрабаты-
вать информацию в течение нескольких секунд. Эта форма памяти играет ключевую роль в нашей
способности следить за информацией в нашем окружении, проводить решения и связывать
прошлые опыты с настоящими [1].

Множество исследований было проведено с целью объяснения механизмов и ограниче-
ний кратковременной памяти. Многокомпонентная модель, предложенная Бэддли и Хичем [1],
предполагает, что кратковременная память состоит из фонологической петли, визуально-простран-
ственного эскиза и центрального исполнителя. Эмпирические исследования, такие как исследова-
ние Миллера [2], подтверждают ограниченную емкость кратковременной памяти, которую можно
понимать в терминах «частей рабочей памяти» [3].

Исследования с использованием функциональной магнитно-резонансной томографии выяви-
ли участие таких областей мозга, как дорсолатеральная префронтальная кора и задняя теменная
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кора, в формировании кратковременной памяти [4]. Было также показано, что на эффективность
кратковременной памяти могут влиять интерференция, время и индивидуальные различия [5–7].

Задачи визуального обнаружения изменений широко используются в когнитивной психоло-
гии и нейронауке для изучения кратковременной памяти. В этих задачах участникам представля-
ется набор визуальных стимулов, которые на короткое время удаляются из поля зрения, а затем
один или несколько стимулов меняются, и участники должны обнаружить и идентифицировать
измененные элементы. Этот подход был использован во множестве исследований, изучающих
различные аспекты кратковременной памяти, включая емкость, процессы кодирования и влияние
внимания. Например, Лак и Вогель [8] обнаружили, что участники могут надежно запоминать и
обнаруживать изменения в примерно трех-четырех объектах на дисплее. Холлингворт и Хендер-
сон [9] продемонстрировали, что внимание играет важную роль в поддержании и обновлении
визуальной информации в кратковременной памяти. Нейровизуализационные исследования также
использовали задачи визуального обнаружения изменений для изучения нейромеханизмов, лежа-
щих в основе кратковременной памяти, с использованием электроэнцефалографии (ЭЭГ) [10].
Использование задач визуального обнаружения изменений предоставило ценные научные результа-
ты о емкости, процессах внимания и нейрональных механизмах, участвующих в кратковременной
визуальной памяти.

Недавние исследования показывают, что астроциты играют важную роль в модуляции крат-
ковременной памяти. Исследования продемонстрировали их участие в регуляции синаптической
передачи [11], метаболическом взаимодействии, способствующем формированию долговременной
памяти [12] и организации тормозных контуров в мозжечке [13]. Эти результаты указывают на
то, что астроциты оказывают влияние на процессы кратковременной памяти, расширяя наше
понимание сложной динамики, лежащей в основе формирования и поддержания памяти.

В данном исследовании предлагается новая гибридная модель кратковременной памяти,
которая включает кратковременную синаптическую пластичность, астроцитарную модуляцию
синаптической передачи и сверточную нейронную сеть (SNASTPNet). По сравнению с рекуррент-
ной нейронной сетью предложенная модель SNASTPNet демонстрирует высокую эффективность
в задаче моделирования кратковременной памяти.

1. Методика

1.1. Задача распознавания изображений. В исследовании [14] мышей обучали реше-
нию задачи обнаружения визуальных изменений с использованием естественных изображений
в экспериментах «Иди»/«Поймай». Обучение включало несколько этапов, начиная со статических
и мигающих изображений решеток и заканчивая естественными изображениями [15]. Изобра-
жения имели сферическое искажение для учета изменений расстояния от глаза до периферии
монитора. Итоговый набор изображений состоял из восьми нормированных по контрасту есте-
ственных изображений с согласованной средней яркостью в цветовом режиме градации серого.

Во время обучения мышей заставляли пить воду всякий раз, когда менялась картинка
в повторяющейся последовательности. Каждое изображение отображалось в течение 250 мс,
после чего следовал межстимульный интервал 500 мс средней яркости серого (рис. 1). Небольшой
процент (5%) представленных изображений был случайно пропущен, но эти пропуски никогда
не происходили до фактического изменения изображения (испытания «Иди») или фиктивного
изменения изображения (испытания «Поймай»). Важно отметить, что эти пропуски были по-
казаны только во время сеансов визуализации, а не во время обучения. Правильные ответы
вознаграждались водой, а преждевременное облизывание вызывало период «тайм-аута», когда
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Рис. 1. Задача распознавания изображений. Схема задачи. Мыши обучаются обнаруживать изменения в последователь-
ности мигающих естественных изображений. Изображения представляются в течение 250 мс, за которыми следует
серый экран в течение 500 мс

Fig. 1. The problem of image recognition. Task scheme. Mice are trained to detect changes in a sequence of flashing natural
images. Images are displayed for 250 ms followed by a gray screen for 500 ms

подсчет сбрасывался. В испытаниях «Иди» изображения менялись местами, и мыши должны
были сообщить об изменении, чтобы получить водное вознаграждение. Испытания «Поймай»,
в которых изображения оставались неизменными, использовались для измерения ложных тревог.

На основе экспериментальных данных была предложена архитектура нейронной сети
с прямой связью (STPNet), которая также включала кратковременную синаптическую депрес-
сию [14]. После обучения модель STPNet демонстрировала эффект кратковременной памяти,
наблюдаемый в эксперименте с мышами. Следует отметить, что активность отдельных элементов
(«нейронов») модели была сопоставима с данными in vivo, а работа модели порождала ошибки,
соответствующие наблюдаемым в экспериментах с мышами.

1.2. Архитектура модели. Архитектура модели SNASTPNet представлена в табл. 1.
Она представляет собой два слоя сверточной нейроной сети, два полносвязных слоя, связанных
между собой моделью динамического синапса, и слой из одного элемента в виде сигмоиды,
определяющей принадлежность к тому или иному классу. Аналогичным образом представлена
модель STPNet (см. табл. 1), кроме отсутствия в модели динамического синапса астроцитарной
модуляции. Рекуррентная нейронная сеть (RNN), использованная для сравнения кратковременной
памяти, имеет отличие в том, что последний слой представлен рекуррентными связями и отсут-
ствует модель динамического синапса (выходы FC-64 слоя не модифицируются с использованием
динамической модели синапса). В рассматриваемых моделях в табл. 1 сверточные слои обозна-
чаются как «conv<размер рецептивного поля>-<количество каналов> », «maxpool» указывает на
применение операции максимального объединения с окном 2×2 и шагом 2, «FC» представляет
собой полносвязные слои с указанным числом единиц, а «RC» обозначает рекуррентные слои
с указанным числом единиц. Модель динамического синапса включает в себя слои с FC-64
по sigmoid, который применяет сигмоидную функцию активации к своему входу и возвращает
значения в интервале от 0 до 1.

Таблица 1. Архитектуры моделей нейронных сетей

Table 1. Architectures of neural network models

Model Network architecture

SNASTPNet conv5-8 maxpool conv5-16 maxpool FC-128 FC-64 FC-16 FC-1 sigmoid

STPNet conv5-8 maxpool conv5-16 maxpool FC-128 FC-64 FC-16 FC-1 sigmoid

RNN conv5-8 maxpool conv5-16 maxpool FC-128 FC-64 RC-16 FC-1 sigmoid
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1.3. Модель динамического синапса. Модель динамического синапса строится с ис-
пользованием среднеполевого подхода, описанного в работах [16–23], и включает нейронную
активность, динамику нейро- и глиотрансмиттеров. Активация нейронов приводит к высвобожде-
нию нейротрансмиттера (глутамата) 𝑋(𝑡), вероятность высвобождения которого определяется 𝑢.
Часть нейротрансмиттера достигает рецепторов на мембране астроцитов и связывается с ними,
запуская каскад биохимических реакций, сопровождающихся внутриклеточным увеличением
концентрации кальция и высвобождением из астроцитов глиотрансмиттера, динамика которого
описывается в нашей модели переменной 𝑌 (𝑡). В результате предложенная модель может быть
выражена в виде трехмерной системы обыкновенных дифференциальных уравнений (ОДУ):⎧⎪⎪⎪⎪⎪⎪⎪⎨⎪⎪⎪⎪⎪⎪⎪⎩

𝑑𝑋

𝑑𝑡
=

1−𝑋

τ𝐷
− 𝑢𝑋τ(𝑡),

𝑑𝑌

𝑑𝑡
=

−𝑌

τ𝑦
+ β𝐻𝑦(𝑋),

𝑑𝑢

𝑑𝑡
=

𝑈(𝑌 )− 𝑢

τ𝐹
+ 𝑈(𝑌 )(1− 𝑢)τ(𝑡).

(1)

В уравнении (1) τ𝐷 представляет собой постоянную времени, регулирующую синаптиче-
скую депрессию, а τ𝐹 — синаптическую потенциацию; τ(𝑡) обозначает нейронную активность
в момент времени 𝑡; τ𝑦 обозначает время релаксации глиотрансмиттера; 𝐻𝑦(𝑋) представляет
собой функцию активации, определенную уравнением (2).

𝐻𝑦(𝑋) =
1

1 + 𝑒−20(𝑋−𝑋thr)
. (2)

В уравнении (2) 𝑋thr представляет собой порог активации.
В качестве модели динамического синапса (уравнение (1)) мы используем среднеполевую

модель, основанную на работе Цодыкса–Маркрама [24]. В этом контексте нейронная активность
τ(𝑡) в рамках нашей модели может быть описана следующим образом:

τ(𝑡𝑖) = 𝑚× out𝐿𝑖 . (3)

В уравнении (3) переменные интерпретируются следующим образом: τ(𝑡) представляет
собой вектор, обозначающий нейронную активность в различные моменты времени 𝑡𝑖. Каждый
элемент вектора соответствует конкретному моменту времени. Переменная 𝑚 обозначает общее
количество проведенных экспериментов. out𝐿𝑖 относится к функции активации 𝑖-го элемента
в слое FC-64 сверточной нейронной сети, изображенной на табл. 1. Уравнение (3) описывает,
как меняется τ(𝑡) со временем под влиянием количества проведенных экспериментов (𝑚) и
признаков, полученных с выхода из слоя FC-64 сверточной нейронной сети, примененных
к последовательности изображений, полученной повторением случайно выбранного номера
изображения произвольное число раз (out𝐿𝑖 ) (рис. 2). Динамика τ(𝑡) указывает на то, как долго
сохраняется активность нейрона в реакции на внешние стимулы.

Активность астроцитов вызывает высвобождение глиотрансмиттера (глутамата), кото-
рый, связываясь с мембранными рецепторами пресинаптического нейрона, модулирует веро-
ятность высвобождения нейротрансмиттера (4). В этом контексте 𝑈(𝑌 ) представляет собой
влияние астроцита на вероятность высвобождения нейротрансмиттера (глутамата) из преси-
наптического нейрона. Кроме того, 𝑢0 обозначает вероятность высвобождения нейромедиатора
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Рис. 2. Схема модели. Красным квадратом обозначен τ; под фиолетовый пунктир вынесен процесс получения
вектора τ𝑖, который представляет из себя признаки, полученные с выхода сверточной нейронной сети, примененные
к последовательности изображений из выборки (см. подраздел 1.1) (цвет онлайн)

Fig. 2. Scheme of the model. The red square represents τ, and the purple dashed box outlines the process of obtaining the τ𝑖
vector. This vector represents features obtained from the output of the convolutional neural network applied to a sequence of
images from the dataset (see Subsection 1.1) (color online)

без взаимодействия с астроцитами, ∆𝑢0 представляет собой изменение вероятности высвобожде-
ния под влиянием астроцитов, и 𝑌thr обозначает порог активации.

𝑈(𝑌 ) = 𝑢0 +
∆𝑢0

1 + 𝑒−50(𝑌−𝑌thr)
. (4)

Параметры модели принимали следующие значения: τ𝐷 = 6, τ𝐹 = 1, 𝑢0 = 0.23,
∆𝑢0 = 0.305, τ𝑦 = 1.8, β = 0.4375, 𝑋thr = 0.5 и 𝑌thr = 0.573.

2. Результаты

Набор предобработанных изображений подавался на нейронную сеть с прямой связью для
уменьшения размерности признакового описания данных (см. табл. 1). Изначально сверточная
нейронная сеть с двумя сверточными слоями и двумя полносвязными слоями проходила обучение
на наборе данных CIFAR-10 [25] в режиме градации серого. После завершения обучения веса
нейронной сети сохранялись. Входные данные для модели представлялись в виде матрицы,
обозначенной как 𝑀 :

𝑀(𝑘 × 𝑛×𝑚). (5)

Переменные в уравнении (5) имеют следующие значения: 𝑘 представляет собой количество
проведенных экспериментов; 𝑛 представляет собой время, затраченное на завершение одного
эксперимента, деленное на время отображения одного изображения (один временной шаг);
𝑚 обозначает размер выходного слоя, полученного из сверточной нейронной сети.
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Рис. 3. a — На рисунке показана входная активность («нейронная активность») во время задачи обнаружения изменений.
Каждое изображение было представлено в течение 250 мс, за которым следовал серый экран длительностью 500 мс.
Левый блок показывает слабые ответы на одно изображение. Центральный блок реагирует на два изображения,
при этом одно изображение имеет более сильный ответ, чем другое. Правый блок постепенно реагирует на четыре
изображения. Время представления изображения представлено цветовыми сегментами, отображенными над каждым
графиком. b — Эффективность синапсов элементов, изображенных на панели a, меняется в зависимости от полученного
входа. c — Входная активность («нейронная активность») модулируется за счет кратковременной синаптической
пластичности и астроцитарной регуляции для элементов, показанных на панели a. d — Динамика глиотрансмиттера.
e — Вероятность высвобождения нейротрансмиттера (цвет онлайн)

Fig. 3. a — The figure shows input activity (“neural activity”) during a change detection task. Each image was presented for
250 ms followed by a 500 ms gray screen. The left block shows weak responses to one image. The center block responds to
two images, with one image having a stronger response than the other. The right block gradually responds to four images.
The image presentation time is represented by the color segments displayed above each graph. b — The synapse efficiency of
the elements depicted in panel a varies depending on the input received. c — Input activity (“neuronal activity”) is modulated
by transient synaptic plasticity and astrocytic regulation for the elements shown in panel a. d — Gliotransmitter dynamics.
e — Probability of neurotransmitter release (color online)

Для повышения биологической правдоподобности модели был введен независимый муль-
типликативный гауссовский шум с математическим ожиданием, равным 0, и стандартным от-
клонением, равным 0.5. Этот шум добавлялся как к выходу сети-кодировщика, так и к скрытым
элементам, тем самым формируя недетерминированные ответы [26]. Выход элементов слоя FC-64
до и после подачи на динамический синапс в зависимости от набора подаваемых изображений
показан на рис. 3.

В процессе исследования модели SNASTPNet были рассчитаны зависимости точности и
ошибки от числа эпох (рис. 4). Как показано на рис. 4, в рамках исследуемой задачи лучшие
значения точности и ошибки могут быть получены при обучении более чем на 5000 эпох.

Для сравнения эффективности нашей модели SNASTPNet с архитектурой нейронной сети,
включающей только кратковременную синаптическую депрессию STPNet, и с рекуррентной
нейронной сетью RNN мы использовали метрику d-prime. Эта метрика, впервые представленная
в работе [14], была использована для оценки эффективности запоминания последовательности
изображений.
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Рис. 4. а — Зависимость точности модели от числа эпох и b — зависимость функции потерь модели (ошибки) от числа
эпох

Fig. 4. a — Dependence of the model accuracy on the number of epochs and b — dependence of the model loss function (error)
on the number of epochs

Метрика чувствительности d-prime была вычислена (табл. 2) для данного типа задачи. Более
высокое значение этой метрики указывает на лучшее распознавание сигнала. d-prime считался
как разница норм от частоты попаданий и ложных угадываний по следующему алгоритму.

Высчитывались распределения для экспериментов «Иди»/«Поймай», где «Go» отвечает
за «Иди», «Catch» — «Поймай».

µ(“Go”) =

∑︀
(prediction * (labels ≡ 1))∑︀

(labels ≡ 1)
, (6)

µ(“Catch”) =

∑︀
(prediction * (labels ≡ −1))∑︀

(labels ≡ −1)
, (7)

prediction𝑖 ∼ Bernoulli (𝑝 = output𝑖) (8)

prediction получается из распределения Бернулли, которое, в свою очередь, принимает на вход

Таблица 2. Среднее значение метрики d-prime
вместе с соответствующим стандартным

отклонением для трех моделей: RNN, STPNet
и SNASTPNet

Table 2. The mean value of the d-prime metric
along with the corresponding standard deviation

for the three models: RNN, STPNet and
SNASTPNet

model mean std
RNN 1.33 0.578

STPNet 1.47 0.127
SNASTPNet 1.52 0.13

сигмоидальную функцию активации, чтобы
данные принимали значения строго в диапа-
зоне от 0 до 1:

𝑝(ω) =
1

1 + 𝑒−ω
, (9)

где ω — массив значений выборки «Поймай»
или «Иди».

С помощью данной метрики было пока-
зано, что наша архитектура нейронной сети
с астроцитарной модуляцией демонстрирует
лучший показатель по точности классифика-
ции ранее запомненных и новых изображений.
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Заключение

Кратковременная (или рабочая) память является важным когнитивным процессом, связан-
ным с временным хранением и обработкой информации. Она играет ключевую роль во внимании,
обучении и принятии решений. В данном исследовании представлена новая модель для кратковре-
менной памяти, объединяющая кратковременную синаптическую пластичность, астроцитарную
модуляцию синаптической передачи и сверточную нейронную сеть. Сравнительный анализ с ре-
куррентной нейронной сетью показывает, что предложенная модель обладает более высокой
эффективностью в точном моделировании кратковременной памяти.
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